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1. Einleitung 

1.1. Zielsetzung der Arbeit 

In dieser Arbeit werden Genetische Algorithmen (GA) zur Lösung des zweistufigen Trans-

portproblems (TP) bzw. des Umladeproblems untersucht. Ursprünge und Grundlagen des 

Transportproblems und des Genetischen Algorithmus werden kurz eingeführt. Der Hauptteil 

der Arbeit beschäftigt sich mit der expliziten Entwicklung und Anwendung eines GA zur Lö-

sung einer expliziten Form des mehrstufigen Transportproblems, des k-Star-Hub-Problems 

(k-SHP). Die Ergebnisse werden anhand von Beispielfällen verifiziert. -Der entwickelte GA 

wird in ein Matlabprogramm umgesetzt. Es werden mehrere Lösungsdurchläufe mit variierten 

Parametern des GA und auf unterschiedlichen Instanzen des k-SHP durchgeführt. In der Ana-

lyse werden die erzeugten Lösungen untereinander verglichen und bewertet. 

1.2. Umfang und Aufbau der Arbeit 

TP umfassen einen weiten Problembereich mit vielfältigen Varianten, Spezialfällen und Lö-

sungsansätzen. Im vorgegebenen Rahmen dieser Arbeit ist daher eine thematische Eingren-

zung notwendig. Im ersten Abschnitt werden die notwendigen Grundlagen, Konventionen und 

Elemente zur Diskussion des TP und des GA eingeführt. Im Analyseabschnitt wird die in der 

Arbeit behandelte Version des TP konkret eingeführt, begründet und analysiert. An ihr wer-

den die Grundlagen zur Lösung mittels GA demonstriert, Designentscheidungen abgeleitet, 

begründet und ebenfalls verifiziert. Im Abschluss werden die schrittweise gewonnenen Er-

gebnisse gegenübergestellt, interpretiert und erläutert. Tendenzen, Parametereinflüsse und 

Probleme werden ausgewertet, um abschließend eine Bewertung und einen Ausblick zu ge-

ben. 

2. Grundlagen 

2.1. Globale Optimierung 

Globale Optimierung beschreibt allgemein das Problem aus einer gegeben Menge 

 das Element  zu finden, so dass eine gegebene Funktion F(x) maximiert (mi-

nimiert) wird, dass also gilt  bzw.  für . An die Lösun-

gen können noch eine Reihe Nebenbedingungen (NB) gestellt werden. Dies erlaubt die forma-

le mathematische Beschreibung einer großen Anzahl realer Optimierungs- und Entschei-

dungsprobleme, z.B. in Produktion, Zuordnung oder auch Transport, bei denen Nebenbedin-

gungen den Lösungsraum  einschränken bzw. charakterisieren. 

2.2. Optimaler Transport 

Hinter dem Begriff Optimaler Transport verbergen sich grundlegende mathematische Mo-

delle und Techniken zur Beschreibung von Transportvorgängen zwischen Orten, mit dem Ziel 

die Kosten zu minimieren. Neben dem offensichtlichen terminologischen Bezug zu ökonomi-

schen/logistischen Optimierungs- und Entscheidungsproblemen finden sich Anwendungen 

der damit verbundenen mathematischen Techniken in vielfältigen und unterschiedlichen Be-
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reichen, wie Meteorologie, statistischer Mechanik, Fluidmechanik und in dynamischen Sys-

temen
1
 
2
. 

Im ökonomischen Bereich müssen fortlaufend taktische Betriebs- und strategische Unter-

nehmensentscheidungen getroffen werden, um unter Einhaltung vielfältiger Rahmenbedin-

gungen eine oder mehrere relevante betriebliche Kenngrößen (z.B. Gewinn, Kosten, De-

ckungsbeiträge, Servicegrade) zu optimieren. In der heutigen arbeitsteiligen globalisierten 

Arbeitswelt werden optimierte Warenflüsse immer stärker zu einem bestimmenden Produkti-

ons- und Wettbewerbsfaktor, auch unter dem Blickwinkel von Just-In-Time-Lieferungen, 

Kundenerwartung, begrenzten Transportressourcen, Ökologie und dynamischen Entwicklung 

der Rahmenbedingungen. Ein Teilgebiet wird durch logistische Planungs- und Entschei-

dungsprobleme, u.a. Standortplanung, Transportoptimierung und Zuordnungsprobleme, ge-

bildet. Im Rahmen der Operations Research (OR) werden die o.a. Techniken des optimalen 

Transports genutzt, um diese Art von Optimierungsproblemen zu erfassen, zu beschreiben 

und die Entscheidungsfindung zu unterstützen. Durch zunehmend kürzere Entscheidungszyk-

len, erhöhte Dynamik der Umwelt und kurzfristige Anforderungen werden effektive und effi-

ziente Lösungsverfahren benötigt
3
. Neben steigenden und billiger werdenden Rechenkapazitä-

ten, werden auch leistungsfähige und flexible Optimierungsverfahren gesucht. Ein explizites 

Problemfeld verbirgt sich hinter dem Sammelbegriff Transportproblem (TP). 

2.3. Graphen 

Zur Beschreibung von Transportproblemen werden oft graphenbasierte Darstellungen ver-

wendet, in denen alle relevanten Größen den Elementen eines Graphen zugeordnet werden 

können. Transportprobleme können in diesem Rahmen als Flussprobleme aufgefasst werden. 

Hierzu werden folgende Festlegungen aus der Graphentheorie getroffen: 

 

Definition 1   Ungerichteter Graph G 

Ein Graph  besteht aus zwei nichtleeren Mengen V (Vertices, 

Knoten) und E (Edges, Kanten). Auf E ist eine Inzidenzabbildung defi-

niert, die jedem Element  genau ein Paar  Elemente aus 

 zuordnet
4
. 

Definition 2   Vollständiger Graph G 

Ein Graph  heißt vollständig, wenn jedes beliebige Knoten-

paar vi,vj durch eine Kante eij verbunden ist. Bei n Knoten ergeben sich 

dann  Kanten
5
 für . 

  

                                                        
1 (Ambrosio, et al., (2001) S. V) 
2 (Villani, (2009) S. 29-33) 
3
 (Hochstättler, et al., (2000) S. 2) 

4 (Neumann, et al., (2007) S. 5) 
5 (Neumann, et al., (2007) S. 7) 
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Definition 3   Gewichteter Graph G 

Ein Graph  heißt gewichteter Graph, wenn auf den 

Knoten V eine Abbildung  oder auf den Kanten E eine Ab-

bildung  definiert ist, welche jedem Knoten oder jeder Kan-

te ein Gewicht zuordnet. Es können mehrere (n bzw. m) Gewichtungen 

parallel vorgenommen werden
6
. 

Definition 4   Nachbarn 

Zwei durch eine Kante verbundene Knoten vi und vj stehen 

in einer Nachbarschaftsbeziehung. Die Menge der Nachbarn eines Kno-

tens v wird mit N(v) bezeichnet. 

 

Abbildung 1 zeigt einen einfachen Beispielgraphen mit al-

len Elementen aus Definition 1 bis Definition 4 , bestehend 

aus 4 Knoten v, 6 Kanten e und mit Gewichten fV und fE an 

Knoten und Kanten. Da der Graph vollständig verbunden 

ist, gilt für die Nachbarmenge aller Knoten . 

In der Notation wird mehrmals die Form  an Stelle 

der korrekten Form , wenn die Auswahl des i-ten 

Knotens aus der Menge V gemeint ist. Hintergrund ist die 

Vermeidung einer teilweise überladenen Notation. Ver-

wechslungen sind im Kontext ausgeschlossen. 

2.4. Das Transportproblem 

Das Transportproblem (TP) beschreibt das Optimierungs-

ziel des kostenminimalen Transports von Gütern zwischen Anbietern und Nachfragern unter 

Einhaltung vielfältiger Nebenbedingungen (NB). In dieser Form lassen sich TP mit folgenden 

Zuordnungen graphenbasiert darstellen: 

 Die Knoten V stellen Orte des TP dar, bspw. Anbieter, Nachfrager, Umladezentren. 

 Kanten E stellen mögliche Transportwege- oder Transportbeziehungen dar. 

 Gewichte fV an Knoten können Angebots- oder Nachfragemengen, Lagerkapazitäten 

oder Zeitfenster sein. Gewichte fE an Kanten können Stücktransportkosten, Entfer-

nungen oder Kapazitätsbeschränkungen sein. 

2.4.1. Das einstufige Transportproblem 

In der einfachsten Form zerfällt die Knotenmenge V in die zwei disjunkten Teilmengen V1 

und V2: 

 

 

 

V
1
 bildet die Menge der Anbieter, V

2
 die der Nachfrager. Jedem Anbieter i wird eine 

botsmenge ai, jedem Nachfrager j eine Nachfragemenge bj als Gewicht zugeordnet (s. 

dung 2). Die Menge der Kanten E verbindet die beiden Knotenmengen V
1
 und V

2
: 

                                                        
6 (Neumann, et al., (2007) S. 23) 

Abbildung 1: Vollständig verbundener 
gewichteter Graph mit Gewichten an 
Knoten und Kanten. 
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Jeder Kante werden die spezifischen Transportkosten 

(Kosten pro Mengeneinheit) cij als Gewicht zugeordnet. 

Diese geben an wie hoch die Kosten für den Transport einer 

Gütereinheit entlang dieser Kante sind. 

In dieser Konstellation kann das TP als lineares Optimie-

rungsproblems (LOP) geschrieben werden
7
: 

 

 

 

Die xij sind die auf jedem möglichen Weg (vi,vj) zu bestimmenden Transportmengen. Die 

Nebenbedingungen stellen sicher, dass nur positive Mengen transportiert werden und die An-

gebotsmengen nicht überschritten bzw. die Nachfragemengen nicht unterschritten werden. 

Eine notwendige Bedingung für die Lösbarkeit ist , welche aussagt, dass 

insgesamt mindestens so viel angeboten wie nachgefragt wird. Damit ist noch nicht garantiert, 

dass ein zulässiger Transportplan möglich ist, welcher von der Struktur des Netzwerks ab-

hängt. 

Graphentechnisch stellt diese einfache Formulierung ein Minimumflussproblem dar und 

kann noch durch klassische LOP-Verfahren gelöst werden. Reale Anwendungen weisen eine 

deutlich höhere Komplexität auf. So können die Transportmengen xij durch 

Ganzzahligkeitsbedingungen weiter eingeschränkt werden, auf den Transportrouten (vi,vj) 

werden im allgemeinen Kapazitätsbeschränkungen  gelten, Zeitfenster müssen an 

den Knoten eingehalten werden und Umladepunkte können im Transportnetz auftreten, wo-

durch die Zahl der Nebenbedingungen erheblich ansteigt. Ebenso können mehrfache Zielset-

zungen auftreten. Außerdem können die Transportkosten cij eine Funktion der Transportmen-

ge  sein, wodurch im Allgemeinen die Linearität des o.a. Optimierungsproblems 

verloren geht. 

2.4.2. Das mehrstufige Transportproblem 

Durch die Einführung von Umladestationen in ein Transportnetzwerk entsteht das mehrstu-

fige TP. Transportanfragen müssen nicht mehr direkt bedient werden, sondern können in 

mehrere Etappen zerfallen mit Umladeoperationen an den Zwischenstationen. Auf ökonomi-

scher Ebene kann durch solche Transportpläne erreicht werden, dass unterschiedliche 

Transportmittel für die einzelnen Etappen optimal genutzt werden können, oder dass bspw. 

eine Entkopplung zwischen Aufnahme und Ablieferung des Gutes möglich ist, was bei 

Zeitfenstern einen flexibleren Transport ermöglicht. 

                                                        
7 (Rödder, (2007) S. 65) 

Abbildung 2: Bipartiter Graph eines 
Transportnetzwerks mit Angebots-, Nach-
fragemengen, Transportmengen und –

kosten. 
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Abbildung 3 zeigt eine mögliche Erweiterung des o.a. 

Transportnetzwerks um zwei Umladepunkte. Die Abbil-

dung zeigt das Anwachsen der Kantenzahl und damit der 

möglichen Flüsse (Entscheidungsvariablen). Die Knoten-

menge wird um eine weitere Teilmenge V
3
 ergänzt, welche 

die Umladeknoten enthält: 

 

 

 

Das Optimierungsproblem wird um weitere NB und Vari-

ablen ergänzt: 

 

 

 

Die neue Nebenbedingung für die Knoten der Menge V
3
 besagt, dass die Summe aus allen 

Warenzuflüssen xki gleich der Summe der Warenabflüsse xij ist, dass also keine Güter 

zwischengelagert werden. 

Diese einfachen Varianten des Transportproblems lassen sich allgemein als LOP darstellen 

und sind damit prinzipiell durch Verfahren der linearen Programmierung (LP), wie der 

primalen Simplex-Methode, lösbar
8
, welche bei ausreichender Rechenzeit das Optimum fin-

den, wenn dieses existiert. Für reale große Probleminstanzen wird der Einsatz von LP-

Verfahren hingegen schnell ineffizient, was vor allem im Anwachsen der Variablenzahl und 

der zugehörigen Nebenbedingungen begründet ist
9
. Einen Ausweg bieten Spezialalgorithmen, 

welche bestimmte Strukturen (v.a. in den NB) einzelner Problemarten ausnutzen, um effizien-

ter als die lineare Programmierung die Lösung zu erzeugen, bspw. Stepping Stone und MO-

DI
10

. Die Darstellung des TP als Flussproblem erlaubt auch die Nutzung gängiger Verfahren 

aus dieser Kategorie, bspw. Out-of-Kilter-Algorithmus. Gleichzeitig lässt sich das Transport-

netzwerk so vielfältig untersuchen, z.B. auf maximalen Durchsatz (Maximum-Fluss-Problem) 

und Engpässe (Minimaler Schnitt).   

                                                        
8
 (Rödder, (2007) S. 63-66) 

9 (Ohse, et al., (2007) S. 25) 
10 (Domschke, et al., (2007) S. 87) 

Abbildung 3: Ein um 2 Umladeknoten c1 
und c2 erweitertes Netzwerk aus Abbil-
dung 2. Aus Gründen der Übersicht sind 
die ursprünglichen Kanten gestrichelt 
dargestellt und Variablen an den Kanten 
wurden weggelassen. 
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2.5. Genetische Algorithmen 

Mehrere Problemarten sind durch exakte Verfahren nicht oder nur sehr schwer lösbar. 

Durch die Einführung von Ganzzahligkeitsbedingungen in die NB werden die Probleme im 

Allgemeinen deutlicher schwerer lösbar. Diese Art der NB können sich aus den realen Ver-

hältnissen ergeben, z.B. wenn Produkte oder Objekte nur in ganzen Grundeinheiten verarbei-

tet werden können. Exakte Verfahren können diese Probleme oft nicht mehr in polynomialer 

Abhängigkeit der Zeitkomplexität von der Problemgröße lösen
11

. Gleichzeitig können auch 

Verfahren mit polynomialer Zeitkomplexität bei großen realen Problemgrößen Laufzeiten 

aufweisen, die eine Anwendung erschweren oder unmöglich machen. Anstelle einer optima-

len Lösung sucht man dann oft eine hinreichend gute Lösung in akzeptabler Zeit oder einen 

Satz guter Lösungen, zwischen denen anhand weiterer Kriterien entschieden wird. Als Lö-

sungsstrategien für diese Problemklassen werden Heuristiken genutzt.  

Eine Heuristik ist ein effizientes Verfahren, dass versucht, in angemessener Zeit eine gute, 

aber nicht zwingend optimale Lösung zu finden, ggf. unter Einschränkung des Problemum-

fangs oder Beschränkung des Lösungsraums. Viele Heuristiken nutzen spezielle Eigenschaf-

ten oder Strukturen des zu behandelnden Problems, sind also in ihrer Anwendbarkeit prob-

lemspezifisch. Beispiele sind Tabu Search oder Local Search und die Vogelsche Approxima-

tion. Als weitere Ideengeber haben sich Abläufe und Prinzipien der Natur erwiesen. Diese von 

natürlichen Vorbildern abgeleiteten Verfahren werden Natürliche Algorithmen genannt
12

. Der 

Vorteil dieser Algorithmen ist, dass Funktionsweise und Anwendungsbereich nicht in diesem 

Maße problemspezifisch sind. Durch sie kann ein weites und vielfältiges Problemfeld er-

schlossen und einer Lösung zugeführt werden. Gleichzeitig sind die Varianten und Parameter 

zur Beeinflussung dieser Verfahren vielzählig, wodurch Analysen oder Vergleich- und Über-

tragbarkeit von Ergebnissen schwierig sind. 

Heuristiken sind oft so aufgebaut, dass mit einem Eröffnungsverfahren eine zulässige Lö-

sung generiert wird. Durch ein anschließendes Verbesserungsverfahren wird durch Variation 

der Ausgangslösung versucht eine bessere (optimalere) Lösung zu erreichen
13

. 

Genetische Algorithmen (GA) gehören zu den natürlichen Algorithmen bzw. intelligenten 

Strategien. 

2.5.1. Ursprung und Grundprinzip 

Hinter dem Sammelbegriff Evolutionäre Algorithmen (EA) verbergen sich die Hauptrich-

tungen Evolutionäre Strategien, Evolutionäre Programmierung und Genetische Algorithmen. 

EA zeichnen sich durch folgende Grundidee aus: Eine Population aus Individuen (Lösungen) 

wird durch genetische Operatoren verändert und unterliegt einem fitnessbasierten Selektions-

prozess
14

. Somit entsteht eine lernende und sich adaptiv anpassende Population. EA kommen 

interdisziplinär in einem weiten Bereich zur Anwendung, bspw. Biologie (Simulation), 

Künstliche Intelligenz, (globale) Optimierung und Entscheidungsfindung. 

Das Grundprinzip der GA wurde aus Charles Darwins Evolutionstheorie zusammen mit 

modernen molekularbiologischen und gentechnischen Erkenntnissen über die Mechanismen 

der Vererbung abgeleitet. Beides beruht auf Beobachtungen natürlicher Vorgänge. Bei der 

Fortpflanzung einer Population entsteht in jeder Generation normalerweise ein 

Nachkommenüberschuss, die Nachkommen besitzen von den Eltern variierende Merkmale 
                                                        
11 (Burkard, (2007) S. 11ff) 
12

 (Rödder, et al., (2007)) 
13 (Rödder, et al., (2007) S. 33ff) 
14 (Bäck, (1996) S. 63) 
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und die bestangepassten Individuen haben eine höhere Überlebens- und Fortpflanzungschan-

ce
15
. Diese Individuen können ihre „optimalen“ Eigenschaften (in Bezug auf ein Bewertungs- 

oder Selektionskriterium) in die nächste Generation mit höherer Wahrscheinlichkeit weiterge-

ben. Die Individuen jeder Generation werden im Mittel immer besser an ihre Umwelt ange-

passt. Gleichzeitig ist auch eine Anpassung an eine sich dynamisch ändernde Umwelt mög-

lich. 

Ursprünglich wurden GA für Untersuchungen des Anpassungsverhaltens in natürlichen und 

künstlichen Systemen entwickelt, wurden aber schnell auf den weiten Bereich der Funktions-

optimierung angewandt
16

. 

Die prinzipielle Abfolge von Schritten eines GA für ein Optimierungsproblem kann mit aus 

der Genetik übernommenen Begriffen durch folgenden Pseudokode wiedergegeben werden, 

eine genaue Definition und Ausformulierung der einzelnen Operatoren wird in Abschnitt 3.2 

gegeben: 

 

Definition 5  Genetischer Algorithmus (Pseudokode)
17

 

Á initialisiere eine Ausgangspopulation mit zufälligen Lösungen 

Á bewerte alle Individuen nach ihrer Fitness (Optimierungsziel) 

Á solange Abbruchkriterium nicht erreicht ist: 

o wähle Eltern (fitnessbasiert) 

o rekombiniere Eltern zur Erzeugung von Nachkommen 

o mutiere die Nachkommen 

o bewerte die Nachkommen 

o selektiere die Nachfolgegeneration (fitnessbasiert) 

2.5.2. Verhalten 

Die durch die Individuen repräsentierten Lösungen verändern sich im Laufe der Generatio-

nen. Allgemein ist zu beobachten, dass eine anfangs zufällig im Lösungsraum verteilte Popu-

lation sich mit wachsender Laufzeit um die lokalen Maxima (Minima) konzentriert. Dabei 

treten zwei Aspekte eines GA zu Tage: Erkundung (Exploration) und Ausnutzung 

(Exploitation). Mit Erkundung ist gemeint, dass es der Population möglich ist neue (unbe-

kannte) Gebiete des Lösungsraums aufzusuchen, also die Anfangspositionen und auch lokale 

Optima zu verlassen. Ausnutzung hingegen beschreibt die Konzentration der Suche auf die 

Nachbarschaft bereits bekannter vielversprechender Regionen des Lösungsraums. Durch die 

Steuerparameter eines GA kann die Gewichtung zwischen beiden Verhaltensweisen beein-

flusst werden. 

Bei GA wird beobachtet, dass die besten und die mittleren Fitnesswerte der Population im 

Zeitablauf ansteigen. Diese Lernkurve hat in der Anfangsphase eine große Steigung, läuft 

später dagegen mit geringer Steigung gegen einen Sättigungswert. GA erzielen also am An-

fang ihres Laufs die größten Lösungsverbesserungen, was für die Wahl der Eröffnungsverfah-

ren und der Abbruchbedingungen bedeutend ist (s. Abschnitt 3.2).
18

 

Im Analyseabschnitt dieser Arbeit werden die genannten Elemente des entwickelten GA ex-

plizit definiert.  

                                                        
15 (Rödder, et al., (2007) S. 83) (Verweyen, (2008) S. 15) 
16

 (Eiben, et al., (2003) S. 37) 
17 (Rödder, et al., (2007) S. 84) (Bäck, (1996) S. 122) (Eiben, et al., (2003) S. 16) 
18 (Eiben, et al., (2003) S. 29-32) 
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3. Analyse 

3.1. Das k-Star-Hub-Problem 

Das in Abschnitt 2.4.2 grundlegend beschriebene mehr-

stufige Transportsystem kann je nach Anwendungsfall in 

unterschiedlichen Formen explizit ausformuliert werden. 

Eine wichtige Form ist das k-Star-Hub-Problem (k-SHP, k-

Stern-Hub-Problem). Dieses beschreibt ein Netz aus Anbie-

ter, Nachfragern und sog. Hubs (Zentren). Zwischen den 

Anbietern und Nachfragern bestehen Angebots-

Nachfragebeziehungen. Jeder Anbieter kann jeden Nachfra-

ger erreichen. Gleichzeitig sind Nachfrager und Anbieter 

jeweils genau einem Hub zugeordnet und die Hubs sind 

untereinander vollständig verbunden. Die Fragestellung zer-

fällt in die zwei Teilprobleme: 

1. Welcher Anbieter wird mit welchem Nachfrager 

verknüpft, um Angebot und Nachfrage zur De-

ckung zu bringen? 

2. Wird der Transport zwischen zwei verknüpften Anbietern und Nachfragern direkt 

oder über die Hubs ausgeführt? 

Das Ziel dieses OP ist ein kostenminimaler Transportplan, der Nachfrage und Angebot zur 

Deckung bringt und weitere mögliche Nebenbedingungen einhält. Ökonomischer Hintergrund 

eines solchen Transportnetzwerks ist eine Entkopplung der Transportmittel und die Nutzung 

von Synergieeffekten. Durch das Hubsystem ist es bspw. möglich Transporte über große Dis-

tanzen mit einem anderen Transportmittel zu bedienen als bei Kurzstreckentransporten, um so 

die relativen Vorteile der Transportmittel zu nutzen. Anwendungsfälle sind einerseits Trans-

portnetze von Logistikunternehmen (zentrale Paketzentren und Filialen in der Fläche), Zulie-

fernetzwerke großer Hersteller aber auch Airline-Netzwerke (interkontinentale Hubs mit Zu-

bringerflügen vs. Direktverbindungen). 

Abbildung 4 zeigt beispielhaft eine 4-SHP. Jeder Angebots- oder Nachfrageknoten ist genau 

einem Hub zugeordnet. Die Hubs sind vollständig miteinander verbunden. Ergänzt wird das 

Netz durch das Netzwerk aller möglichen Direktverbindungen zwischen Anbietern und Nach-

fragern, welches aus Gründen der Übersichtlichkeit nicht dargestellt wird. 

In der üblichen Formulierung als kombinatorisches Zuordnungsproblem ist das k-SHP ab 

k=5 NP-hart
19

. Damit ist es für eine Anwendung exakter Lösungsverfahren in der Praxis all-

gemein nicht zugänglich. 

3.1.1. Problemformulierung 

Zur Untersuchung im Rahmen dieser Arbeit wird ein fiktives k-SHP definiert. Da es das 

Ziel ist die Anwendung des GA auf das k-SHP zu zeigen, wird das Untersuchungsbeispiel 

gewollt einfach gehalten. Auf einer Karte werden Anbieter, Nachfrager und Hubs verteilt. 

Jedem Anbieter wird eine ganzzahlige Angebotsmenge zugeordnet, jedem Nachfrager eine 

ganzzahlige Nachfragemenge. Zwischen Anbietern und Nachfragern wird ein Transportgraph 

definiert. Eine Matrix der Stückkosten definiert die problemrelevanten Abstände zwischen 

den Knoten. Ein zweiter Graph definiert das vollständig verbundene Hub-Netzwerk, dessen 

                                                        
19 (Blasum, et al., (2000) S. 12) (Oertel, (2000) S. 39ff) 

Abbildung 4: Ein k-SHP mit 4 vollständig 
verbundenen Hubs. Rote Nachfrager und 
grüne Anbieter sind jeweils einem Hub 
zugeordnet. Das Netzwerk der Direktver-
bindung zwischen Nachfragern und An-
bietern ist nicht dargestellt. 
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Kanten ebenfalls Stückkosten zugeordnet werden. Als LOP lässt sich das o.a. k-SHP wie folgt 

aufstellen: 

 

 

Für jedes mögliche Paar aus Anbieter i und Nachfrager j kann der verknüpfende Mengen-

fluss xij entweder direkt oder über die Hubs fließen, jeweils mit den zugehörigen Stückkosten 

 oder  gewichtet. Dadurch zerfällt die Zielfunktion in zwei Summanden. Summand 1 

summiert die Kosten der Direktflüsse zwischen Anbietern und Nachfragern. Summand 2 er-

fasst die Kosten der Transporte über das Hubnetz. Jedem möglichen Fluss sind die beiden 

binären Entscheidungsvariablen  und  zugeordnet. Über die NB  wird er-

reicht, dass jeder Fluss nur in einem der beiden Summanden auftaucht, dass also die Ent-

scheidung getroffen wird, über welches Netz der Transport stattfindet. Für Anbieter und 

Nachfrager am selben Hub wird über die NB  festgelegt, dass hier kein Hubtransport 

möglich ist. Die ersten drei NB sichern, dass an jedem Knoten Nachfrage und Angebot be-

friedigt werden. 

In realen Transportproblemen sind eine Reihe weiterer individueller Restriktionen zu be-

rücksichtigen. U.a. können Zeitfenster bzw. Fahrpläne die Kombinations- und 

Umlademöglichkeiten weiter einschränken. Ebenso müssen normalerweise neben den reinen 

Transportkosten für die Mengen auch Fixkosten (Flotte, Infrastruktur) berücksichtigt werden. 

3.1.2. Elemente 

3.1.2.1 Mengen der Anbieter V
1
, Nachfrager V

2
 und Hubs V

3
 

Die Menge der m Anbieter bildet die Knotenmenge . Jedem An-

bieter wird eine dimensionslose Angebotsmenge ai zugeordnet. Die kleinste Mengeneinheit 

ist 1. Die Menge der n Nachfrager bildet die Knotenmenge . Jedem 

Nachfrager wird eine dimensionslose Nachfragemenge bj zugeordnet. Wenn das OP lösbar ist, 

muss für die Summen aus Angebot und Nachfrage gelten: . 

Die Menge der l Hubs bildet die Knotenmenge . Jeder Knoten aus 

 und  ist genau einem Knoten aus  zugeordnet. 
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3.1.2.2 Transportgraph G 

Die doppelte Verknüpfung zwischen jedem Anbieter und jedem Nachfrager lässt sich durch 

zwei Graphen  und  für Direkttransporte und Hubtransporte darstellen: 

 

 

 

Der vereinte Graph aus beiden Teilgraphen beschreibt das gesamte Problem. Die beiden 

Summanden aus der Zielfunktion des OP (Abschnitt 3.1.1) beschreiben jeweils die Flüsse in 

einem der beiden Graphen  und . Die Knotengewichte  in  sind die Angebots- und 

Nachfragemengen, die Kantengewichte  sind die Transportkosten. In definieren die bei-

den Kantengewichte  die Transportkosten und Kapazitätsgrenzen. 

3.1.3. Transporttableau 

Das Problem kann in Form eines Transporttableaus dargestellt werden: 

 
 b1 é bj é bn  

a1 
  

 
  

 
   

      

       

ai 
  

 
  

 
   

      

       

am 
  

 
  

 
   

      

Tabelle 1: Transporttableau für das k-SHP 

Die Zeilen entsprechen den m Anbietern mit ihren Angebotsmengen ai, die Spalten den n 

Nachfragern mit ihren Nachfragmengen bj. Die Variablen xij der Matrix geben die möglichen 

Flüsse und Verknüpfungen zwischen je einem Anbieter und Nachfrager an. Für jede mögliche 

Verbindung ij sind die relevanten Stückkosten  und  für eine direkte Verknüpfung oder 

via Hub eingetragen, sowie die Kapazitätsgrenze  für die Hubverbindung der beiden Kno-

ten. Für zwei Knoten i und j, die am selben Hub liegen und nicht über das Hubnetzwerk ver-

bunden werden können, gilt . Die Gesamttransportkosten einer Lösung ergeben sich 

durch Aufsummierung der Produkte aus (jeweiligen) Kosten und Flüssen über alle Felder: 
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Aus dieser Darstellung kann eine neue 

Graphendarstellung des k-SHP formuliert werden, die von 

der geometrischen Darstellung weiter abstrahiert (s. Abbil-

dung 5). Die explizite Knotenmenge der Hubs  entfällt. 

Stattdessen wird jeder Anbieter  mit jedem Nachfrager  

durch zwei Kanten verbunden. Auf Kanten  gelten die 

Direktkosten , auf Kanten  gelten die Hubkosten  

und –kapazitäten . Zwischen zwei Knoten am selben Hub 

gilt , da zwischen ihnen kein Hubtransport möglich 

ist. Die Kapazität  der ursprünglichen Formulierung be-

zieht sich explizit auf Sammeltransporte auf den Kanten 

zwischen Hubs  und nicht auf die jetzt eingeführten 

äquivalenten Einzelverknüpfungen/-transporte zwischen 

angeschlossenen Knoten. Da die expliziten Kanten zwischen 

Hubs  in dieser Darstellung entfallen und durch mehrere Einzelkanten zwischen den an-

gebundenen Knoten  ersetzt werden, können diesen neuen Kanten keine unabhängigen Ka-

pazitäten zugeordnet werden. Stattdessen müssen die neuen Kanten zu Gruppen zusammenge-

fügt werden, die eine gemeinsame Gruppenkapazität  der ursprünglichen Hubkante  

besitzen. Im Ausgangszustand  gilt: 

 

 

Sobald im Laufe der Lösungskonstruktion einer Kante  ein Fluss  zwischen zwei Kno-

ten zugewiesen wird, reduziert sich auf allen zugehörigen Kanten  dieser Gruppe die freie 

Kapazität um genau diesen Fluss: 

 

 

Sobald  auf einer Gruppe von Hubkanten gilt, ist diese Hubverbindung ausgelastet 

und steht für die restliche Lösungskonstruktion nicht mehr zur Verfügung. 

3.2. Genetischer Algorithmus 

In den folgenden Abschnitten wird die explizite Formulierung der Elemente des entwickel-

ten GA angegeben. Dabei werden die Grundlagen und Hintergründe der einzelnen Elemente 

nicht vertieft, sondern als bekannt voraus gesetzt. Vielmehr konzentriert sich die Darstellung 

auf die Ableitung und Begründung für die Designentscheidungen bzgl. der einzelnen Elemen-

te. 

3.2.1. Elemente
20

 

Auf der obersten Ebene stellt ein GA nur ein Rahmenwerk dar, welches die notwendigen 

Grundelemente und ihr Zusammenspiel definiert. Für die konkrete Anwendung auf ein OP 

müssen Inhalte und Parameter der einzelnen Elemente definiert werden. Ebenso muss das zu 

lösende Problem in einer kompatiblen Form aufbereitet werden. 

Die folgenden Abschnitte definieren die Elemente des in dieser Arbeit entwickelten GA zur 

Lösung des k-SHP, wie es in Abschnitt 3.1 eingeführt wurde. 

                                                        
20 (Eiben, et al., (2003) S. 19-24) 

Abbildung 5: Darstellung eines k-SHP 
mit zusätzlichen Kanten (rot) zwischen 
Anbietern und Nachfragern an Stelle des 

Hubnetzes. 
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3.2.1.1 Repräsentation 

Die Repräsentation definiert den Zusammenhang zwischen Phänotyp und Genotyp, also 

zwischen der realen bewertbaren Ausprägung einer Lösung und ihrer Kodierung auf 

Genebene. Der Phänotyp einer Lösung des k-SHP ist in Form des in Tabelle 1 gegeben 

Transporttableaus gegeben und gibt an welche Flüsse zwischen Anbietern und Nachfragern 

fließen und welche Kosten mit ihnen assoziiert sind. 

Um eine Lösung des k-SHP zu beschreiben, müssen im Genkode folgende 3 Informationen 

kodiert sein: 

1. Verknüpfungen (Welcher Anbieter ist mit welchem Nachfrager verknüpft?) 

2. Flüsse (Welche Mengen werden zwischen verknüpften Knoten transportiert?) 

3. Typen (Findet ein Transport direkt oder über die Hubs statt?) 

Ziel ist es eine möglichst kompakte eindeutige Kodierung dieser Informationen zu finden, 

auf die die Variationsoperatoren eines GA angewandt werden können. Hierzu wird das Tab-

leau aus Abschnitt 3.1.3 Tabelle 1 weiter abgewandelt. Bei Knoten mit Angebots- oder Nach-

fragemengen  oder  werden die betroffenen Knoten in mehrere gleichartige Kno-

ten aufgeteilt, so dass für alle Knoten aus  und  dann Einheitsangebote  und Ein-

heitsnachfragen  für je  Knoten gelten. Das Transporttableau wächst dadurch erheb-

lich an und erhält eine quadratische  Form, wenn  gilt. Da in dieser Form 

zwischen zwei Knoten i und j nur noch binäre Einheitsflüsse  möglich sind, entfällt 

Nummer 2 aus o.a. Informationen als explizit zu kodierendes Datum. Informationen 1 und 3 

können zu einer Variablen zusammengefasst werden, da sie sich gegenseitig bedingen. Als 

einzige zu kodierende Information bleibt dann die 3-wertige Variable: 

 

 (kein Transport) 

 

Die Position im Tableau gibt an, welche Knoten verknüpft werden. Der Wert gibt an wel-

cher Verknüpfungstyp für das Feld gilt. Im Fall einer Verknüpfung gilt automatisch der 

Transport einer Mengeneinheit  für den Fluss. In dieser Darstellung ist das k-SHP ein 

kombinatorisches Problem. Je ein Anbieter i wird mit genau einem Nachfrager j verknüpft 

und umgekehrt. Das Transporttableau besitzt dann das in Tabelle 2 gezeigte Schema. Für eine 

zulässige vollständige Lösung gilt: 

1. Jeder Anbieter ist genau einem Nachfrager zugeordnet. Jeder Nachfrager ist genau 

einem Anbieter zugeordnet. 

2. Im Transporttableau sind genau  Felder besetzt. In jeder Zeile und in jeder Spalte 

ist nur ein Feld besetzt. 

 
 1 é j é nó   1 2 3 4 5  

1       1 D 0 0 0 0  

       2 0 0 H 0 0  

i       3 0 H 0 0 0  

       4 0 0 0 0 D  

nó       5 0 0 0 D 0  

Tabelle 2: Kodierung des k-SHP in einem quadratischen Transporttableau mit Typfestlegung und ein 5x5 Beispieltableau. 

Diese Darstellung als dünn besetzte Matrix lässt sich weiter komprimieren, da in den 

 Feldern des Tableaus nur  Felder eigenständige Informationen tragen und durch die 

Bedingung der Einfachbesetzung pro Zeile und Spalte die anderen Zeilen- und Spaltenwerte 

gleichzeitig mit festlegen. Das Chromosom eines Individuums  kann somit aus  Genen 

 zusammengesetzt werden. Die Informationen des Transporttableaus werden sowohl in 

Position als auch Wert eines Gens kodiert. Die Position des j-ten Gens im Chromosom kodiert 
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den Nachfrageknoten j. Jedes Gen enthält die beiden Werte , die beschreiben 

welcher Angebotsknoten i welchem Nachfrager  zugeordnet ist und welcher Verknüpfungs-

typ genutzt wird: 

 

 

 

In dieser Kodierung kodiert die Stelle j des Gens im Chromosom den Nachfrageknoten aus 

der Menge . Der erste Wert  eines Gens kodiert den mit Nachfrager j verknüpften 

Anbieter i aus der Menge . Der zweite Wert  kodiert den Verknüpfungstyp. Das 

Chromosom des Beispiels aus Tabelle 2 besitzt damit folgendes Aussehen: 

 
1 3 2 5 4  
D H H D D  

Abbildung 6: Beispielkodierung einer zulässigen Lösung in einem Chromosom 

In dieser Form existieren für eine vollständige Lösung für  unterschiedliche Werte an den 

 Positionen im ersten Strang mit  insgesamt  Möglichkeiten. Im zweiten Strang 

sind an jeder der  Stellen maximal 2 Werte möglich. In Abhängigkeit von der aktuellen 

Probleminstanz und den geltenden Knoten-Hub-Zuordnungen reduziert sich diese Anzahl um 

die Verknüpfungen von Knoten am selben Hub, für welche nur ein Wert möglich ist. Damit 

ist für die Problem nur eine Abschätzung nach unten und oben möglich. Im einfachsten Fall 

besteht der Lösungsraum aus  Lösungen, im schlimmsten Fall aus  Lösungen, wobei 

die durch Fakultät beschriebene Größe des Zuordnungsproblems der bestimmende Faktor ist. 

3.2.1.2 Initialisierung 

Durch die Initialisierung soll ein Pool an zulässigen und im Lösungsraum möglichst weit 

und gleichmäßig verteilten Anfangslösungen geschaffen werden. Zwischen den einzelnen 

Individuen soll möglichst noch keine Beziehungsstruktur oder Abhängigkeit bestehen. Durch 

die anfänglich steile Lernkurve eines GA (s. Abschnitt 2.5.2) lohnt es im Allgemeinen nicht 

eine aufwändige Initialisierungsheuristik anzuwenden, da schlechte Bereiche des Lösungs-

raum durch den GA nach wenigen Generationen bereits verlassen werden. 

Die hier entwickelte Initialisierung geht in zwei Schritten vor: 

1. Verknüpfe zufällig je einen Anbieter i mit einem Nachfrager j und kodiere in . 

2. Wenn Anbieter i und Nachfrager j am selben Hub liegen, wähle Direktverbindung, 

sonst wähle zufällig „greedy“ zwischen Direkt- oder Hub-Transport nach folgender 

Heuristik und kodiere in . 

a. Bestimme einen kritischen Wert  aus den direkten Kosten  und Hubkos-

ten  nach:  

 

b. Bestimme eine gleichverteilte Zufallszahl  

c. falls:  

i.  wähle die Hubverbindung. 

sonst: 
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ii. wähle die direkte Verbindung. 

 

Der kombinatorische Anteil, welche Knoten verknüpft werden sollen, wird durch dieses 

Verfahren zufällig gelöst. Bei der ebenfalls probabilistischen Entscheidung über den Verbin-

dungstyp wird in Abhängigkeit der Kosten ein Bias eingeführt, so dass längere Verbindungen 

Hubs bevorzugen, kurze Direktverbindungen. 

3.2.1.3 Population 

Die Populationsgröße  definiert die Mächtigkeit der Menge an Individuen/Lösungen pro 

Generation. Ihre Größe wird konstant gehalten. Die fortlaufende Zusammensetzung ergibt 

sich durch Nachkommenwahl zwischen den Generationen. Eine weitere Beziehungsstruktur 

zwischen den Individuen wird nicht definiert. Innerhalb einer Population kann man Unter-

schieds- oder Abstandsmaße als Indizien für die Verschiedenartigkeit und Vielfalt nutzen. 

Grundlegend gibt es zwei Populationskonzepte: Generationenmodell und Steady-State-

Modell. Im ersten Fall wird in jeder Generation die komplette Population durch ihre Kinder 

ausgetauscht. Im zweiten Fall wird nur ein bestimmter Anteil der Population ersetzt. 

In dieser Arbeit wird das Steady-State-Konzept verwendet. Es bietet mehr Möglichkeiten 

die Generationenzusammensetzung (problemspezifisch) zu manipulieren. Es können stochas-

tische und deterministische Elemente genutzt werden. Außerdem ist es möglich, bestimmte 

Eigenschaften einer Generation (bestes/schlechtestes Individuum) zu erhalten. Ebenfalls kann 

es so manipuliert werden, dass es in das Generationenmodell übergeht. 

3.2.1.4 Elternselektion 

Dieser Mechanismus bestimmt, welche Individuen einer Generation als Eltern in Frage 

kommen und welche Paarungen vorgenommen werden. Für die Wahl wird hier grundlegend 

ein rangbasiertes Schema angewandt. Jedem fitnessbewerteten Individuum  wird entspre-

chend seiner Fitness ein Rang  zugeordnet (niedrige Kosten Ą hohe Fitness Ą hoher Rang)
 

21
. Durch die Ränge wird erreicht, dass auch bei geringen direkten Fitnessunterschieden (Kos-

tenabstände) der Lösungen eine eindeutige, gleichmäßig unterteilte Reihenfolge erstellt wird, 

der Selektionsdruck in diesen Fällen also künstlich erhöht wird. Gleichzeitig werden aber 

auch große Fitnessunterschiede „gleich“ gemacht, verlieren also ihren relativen Fitnessvorteil 

durch die Rangfolge.  

Aufbauend auf den Rängen wurden 3 verschiedene Wahlmodelle implementiert und unter-

sucht: 

1. Deterministische Wahl 

2. Probabilistische Wahl mit exponentieller Wahrscheinlichkeitsverteilung 

3. Probabilistische Wahl mit sigmoider Wahrscheinlichkeitsverteilung 

Deterministische Wahl 

In einem deterministischen Modell werden die besten  Individuen einer Population als El-

tern gewählt. Bei einem niedrigen Verhältnis  ist der Selektionsdruck hoch, da nur die 

besten Individuen ihre Gene weitergeben können. Gleichzeitig ist eine schnelle Konvergenz 

möglich. 

                                                        
21 (Eiben, et al., (2003) S. 61,62) 
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Probabilistisch exponentielle Wahl 

Bei probabilistischen Wahlmodellen wird ein stochastisches Element in die Selektion einge-

führt. Jedes Individuum einer Population soll eine positive von Null verschiedene Auswahl-

wahrscheinlichkeit besitzen. Die Fitness eines Individuums  bestimmt seine Auswahlwahr-

scheinlichkeit  

Um die Ränge  in Auswahlwahrscheinlichkeiten  zu übersetzen, wird ein exponentiel-

les Schema angewandt: 

 

 

Dieses Modell gewichtet die oberen Ränge 

stark und übt so Selektionsdruck aus, weist 

aber auch den unteren Rängen eine Wahr-

scheinlichkeit  zu. Durch dieses 

Verhalten kann der oben beschriebene 

Nachteil des „Gleichmachens“ durch die 

Ränge teilweise wieder aufgehoben werden. 

Vor allem dient dieser Mechanismus aber 

dazu die Gendiversität hoch zu halten und 

so vorzeitige Konvergenz in lokale Optima 

zu verhindern. 

Der Faktor d wird zur Normalisierung ge-

nutzt, so dass  erfüllt ist. Er ist 

somit eine Funktion der Populationsgröße. 

In Abwandlung zur Literatur
22

 wird der Skalierungsfaktor  in den Exponenten einge-

führt. Ohne diesen Faktor strebt der Term  mit  schnell gegen 0, so dass bereits 

für  alle weiteren Individuen ähnliche Wahrscheinlichkeiten  erhalten (s. Abbildung 

7). Damit ist dieses Modell für Populationen  im Allgemeinen schlecht geeignet, da der 

Selektionsdruck nur auf die untersten 4 Ränge (negativ) wirkt, wohingegen alle oberen Ränge 

gleich gewichtet werden. Durch  ist es möglich beliebig viele Ränge  angepasst auf das 

Intervall  abzubilden und so allen Individuen steigende Wahrscheinlichkeiten  

entsprechend ihren Rängen  zuzuordnen. Durch passende Wahl von  kann auch ein quasi-

lineares Modell erzeugt werden. 

Die konkrete Auswahl der Individuen erfolgt dann probabilistisch nach dem Algorithmus 

Stochastic Universal Sampling
23

, proportional zu den individuellen . 

Probabilistisch sigmoide Wahl 

Das sigmoide Modell nutzt an Stelle des exponentiellen Wahrscheinlichkeitsmodells eine 

sigmoide Funktion: 

 

 

                                                        
22 (Eiben, et al., (2003) S. 61) 
23 (Eiben, et al., (2003) S. 63) (Pohlheim, 2006 S. 3.4) 
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Abbildung 7: Beispielhafter Verlauf der Selektionswahr-

scheinlichkeiten  für  und  bei 20 Rängen. 
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Dieses Modell legt eine S-förmige 

Verteilung der Wahrscheinlichkeiten  

über die Ränge. Der Schwerpunkt liegt in 

den oberen Rängen und übt so den Selekti-

onsdruck aus. Die unteren Ränge werden 

nur schwach gewichtet. Im mittleren Be-

reich skaliert die Verteilung am stärksten, 

d.h. benachbarte Ränge werden unterschied-

lich gewichtet, wohingegen im unteren und 

oberen Bereich die benachbarten Ränge ähn-

lich bewertet werden. Damit stellt dieses Modell bzgl. des Selektionsdrucks eine Kombination 

aus dem deterministischen und dem exponentiellen Modell dar. 

Durch die angegebenen Werte der Faktoren  und  wird sichergestellt, dass der Wende-

punkt der Funktion bei der Hälfte der Ränge ( ) liegt und so jeder beliebig großen Popula-

tion die selbe Verteilung zugewiesen werden kann. 

3.2.1.5 Rekombination 

Rekombination ist Teil der Variation eines GA. Zwei oder mehr Eltern erzeugen Nach-

kommen, indem sie Teile ihres Genoms austauschen (kreuzen). Durch Kreuzung werden Be-

standteile einzelner Lösungen neu zusammengesetzt und so neue Bereiche des Lösungsraums 

erreicht. 

In dieser Arbeit wurde die Technik des Uniform Crossovers von zwei Eltern A und B ge-

wählt. Im ersten Schritt wird zufällig eine Genposition j bestimmt (entspricht einer Spalte j im 

Transporttableau). Für diese Position im Genom des Kinds wird dann zufällig bestimmt, ob 

das korrespondierende Gen von Elternteil A oder B übernommen wird, ob also Knoten  mit 

Knoten  oder  verbunden wird. Durch die Zulässigkeitsbedingung, dass im Transporttab-

leau in jeder Zeile und Spalte genau ein Eintrag stehen darf, wird durch das Setzen eines Gens 

j (einer Spalte) die zugehörige Zeile i für folgende Spalten blockiert. Je mehr Gene bereits 

besetzt sind, desto weniger freie Zeilen stehen für die verbliebenen Gene zur Verfügung. Da-

durch ist es möglich, dass es zu zwei Konfliktfällen kommen kann: 

1. einfacher Konflikt: Auf einer Position j kann nur noch das korrespondierende Gen 

eines Elternteils mit Zeile i konfliktfrei eingefügt werden. Für das äquivalente Gen 

des anderen Elternteils ist die zugehörige Zeile ió bereits blockiert. 

2. doppelter Konflikt: Auf einer Position j kann weder das korrespondierende Gen aus 

Elternteil A, noch das aus Elternteil B konfliktfrei dem Genom des Kinds hinzuge-

fügt werden, da beide Zeilen i und ió bereits blockiert sind. 

Im Konfliktfall 1 kann aus dem Genom des einen Elternteils das Genom des Kindes kon-

fliktfrei weiter aufgefüllt werden, was aber dazu führen kann, dass ein Großteil des 

Kindgenoms aus dem Genom eines Elternteils besteht und so dessen Genom nachbaut. In 

Konfliktfall 2 kann das Genom nicht mehr aufgefüllt werden, so dass streng genommen eine 

unzulässige Lösung entstehen würde, in der einzelne Anbieter und Nachfrager nicht verknüpft 

sind (leere Spalten und Zeilen im Transporttableau). Dadurch besteht die Gefahr, dass sich im 

Lauf der Generationen immer mehr unzulässige Lösungen in der Population ansammeln. 

Gleichzeitig ist es aber möglich diese unzulässigen Lösungen durch Innovation aufzufüllen. 

Die leeren Zeilen und Spalten in ihren Tableaus können verknüpft werden, indem sie 

zwangsweise mit neuen Werten besetzt werden, die in keinem Genom der Eltern auftauchen. 
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Abbildung 8: Beispielhafter Verlauf der Selektionswahr-

scheinlichkeiten  im sigmoiden Modell. 
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Der entwickelte Rekombinationsoperator löst diese beiden Konfliktfälle durch einen kon-

struktiven Reparaturmechanismus und erzielt ausschließlich zulässige Lösungen als Nach-

kommen. Die grundlegende Idee ist, dass so viele Gene wie möglich konfliktfrei befüllt wer-

den sollen. Die Lösung erfolgt in folgender Reihenfolge: 

1. Rekombiniere zufällig die Gene, die aus beiden Eltern konfliktfrei übernommen 

werden können. 

2. Rekombiniere die Gene, die einen einfachen Konflikt aufweisen, aus dem noch zu-

lässigen Elternteil. 

3. Ergänze die Gene mit doppeltem Konflikt durch gezieltes Setzen neuer Werte in den 

offenen Spalten. 

Schrittweise wird so die (re)kombinatorische Freiheit eingeschränkt. Je später ein Gen ge-

setzt wird, umso höher ist die Wahrscheinlichkeit für einen Konflikt. Da so bei einer determi-

nistischen Abarbeitungsfolge der Gene eine einseitige Verzerrung (sog. positional bias) ent-

stünde, werden die zu rekombinierenden Gene zufällig gewählt. 

Der Rekombinationsoperator arbeitet explizit wie folgt: 

 

1. Wähle zwei zulässige Eltern A und B und erzeuge eine offene Indexliste aus allen n 

Spalten , eine leere Konfliktliste  und eine leere Fehlerliste 

. 

2. Solange  : 

a. Wähle zufällig einen Spaltenindex  aus der offenen Liste. 

b. Prüfe, ob beide Spalten  aus Elternteil A und B jeweils konfliktfrei an Posi-

tion o des Kinds kopiert werden könnten. 

Wenn JA 

i. Entscheide mit Kreuzungswahrscheinlichkeit , ob Spalte o 

aus Elternteil A oder B genommen wird. 

ii. kopiere die Spalte o an Position o des Kindes, setze . 

Wenn NEIN 

iii. Merke dir Spalte o als Konfliktfall: setze  und . 

3. Solange  : 

a. Wähle zufällig einen Spaltenindex  aus der Konfliktliste. 

b. Prüfe, ob eine Spalte k aus Elternteil A oder B konfliktfrei an Position k in 

das Kind kopiert werden kann. 

Wenn JA 

i. kopiere die Spalte k aus dem Elternteil, die sich konfliktfrei an Positi-

on k in das Kind einfügen lässt und setze . 

Wenn NEIN 

ii. Merke die Spalte  als Fehler und setze  und . 

4. Solange  : 

a. Wähle zufällig einen Spaltenindex  aus der Fehlerliste. 

b. Erzeuge zufällig einen konfliktfreien Eintrag in Spalte  im Kind und setze 

. 
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Abbildung 9: Beispieldarstellung des Rekombinationsoperators anhand eines 5x5-Beispiels in beiden Kodierungsformen. 
Gezeigt wird das Auftreten von einfachen und doppelten Konflikten und deren Auflösung. 

Abbildung 9 zeigt die Rekombinationstechnik beispielhaft anhand eines 5x5-Tableaus, so-

wohl im Tableau selbst als auch in der entsprechenden Genkodierung. Das o.a. Verfahren 

erzeugt konstruktiv eine Lösung und läuft in drei Schritten ab. Als Zulässigkeitsbedingung 

gilt immer, dass pro Zeile und Spalte nur ein Eintrag im Tableau stehen darf. Die unter Punkt 

2 laufende Schleife wählt zufällig zwei korrespondierende Spalten aus dem Genom beider 

Eltern. Bei der Prüfung auf „Konfliktfreiheit“ wird geprüft, ob jede der beiden Spalten kon-

fliktfrei in das Genom des Kinds eingebracht werden könnte, oder ob ein Zeileneintrag aus 

den Spalten mit einem anderen bereits getätigten Spalteneintrag im Kind kollidieren würde. 

Tritt kein Konflikt auf, wird eine der beiden Spalten zufällig gewählt und in das Genom des 

Kinds kopiert. Konfliktspalten werden in einer Konfliktliste K gespeichert. 

Die Schleife unter Punkt 3 durchläuft die Konfliktliste, welche beim ersten Durchlauf der 

offenen Liste nicht frei gesetzt werden konnten, da wenigstens eine Spaltenalternative aus 

Elternteil A oder B mit einem bereits gesetzten Eintrag im Kind kollidierte. Höchstens eine 

Spalte der Eltern kann zulässig übernommen werden. Aus diesen Konfliktspalten wird zufäl-

lig ein Spaltenindex gewählt und es wird versucht die zugehörige konfliktfreie Spalte aus El-

ternteil A oder B zu übernehmen. Ist dies nicht möglich, kann die zugehörige Spalte weder aus 

A oder B übernommen werden und es entsteht ein Fehler. Die Spalte wird in der Fehlerliste F 

gespeichert. 

                     

 D        H    Ausgangsgenom der Eltern A und B in Kodierung 

als Transporttableau und als kompaktes Chromo-

som. 

 

 O:={1,2,3,4,5} 

K:=Ø 

F:= Ø 

 1 3 4 5 2  

     D   D      D H D H D  

  H     D             

   D        H   3 2 1 5 4  

    H      D    D D H D H  

                     

                     

 D  H          Ergebnis der Kreuzung nach erstem Durchlauf in der 

Spaltenreihenfolge 1-2-3-4-5 mit Farbmarkierung 

welche Gene konfliktfrei aus welchem Elternteil 

übernommen werden konnten und roter Markierung 

von einfachen Konflikten in Spalten 3 und 5. 

 

O:= Ø 

K:={3,5} 

F:= Ø 

 1 2 4 5 2  

  D   D         D D D H D  

                1  4  

   D  H           H  H  

    H                

                    

                     

 D  H          Ergebnis nach Lösung der Konfliktliste in der 

Reihenfolge 5-3 durch Übernahme der 5. Spalte aus 

B. Spalte 3 kann mit keiner Spalte aus A oder B 

konfliktfrei aufgefüllt werden und ist ein doppelter 

Konflikt. 

 

O:= Ø 

K:= Ø 

F:= {3} 

 1 2 4 5 4  

  D            D D D H H  

                1    

   D  H           H    

    H                

                    

                     

 D            Lösung des doppelten Konflikts in Spalte 3 durch 

Innovation einer „neuen“ Verknüpfung, die weder in 

A noch B kodiert war. 

 

O:= Ø 

K:= Ø 

F:= Ø 

 1 2 3 5 4  

  D            D D D H H  

   D                 

     H               

    H                
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Die Schleife unter Punkt 4 durchläuft die Fehlerliste zufällig. Für die darin enthaltenen 

Spalten wird zufällig in noch unbesetzten Zeilen eine Verknüpfung generiert, obwohl an die-

ser Stelle in keinem Elternteil A oder B eine Verknüpfung eingetragen ist. 

Wann, wo und wie viele zweifache Konflikte auftreten, die nicht mehr durch Informationen 

aus dem Genom der Eltern gelöst werden können, ist u.a. von der Reihenfolge der Besetzung 

abhängig. Um abzuschätzen wie viele derartige Kollisionen maximal pro Kreuzung auftreten 

können, wird eine Abschätzung vorgenommen, die ausgehend von einer unzulässigen Lösung 

die Struktur der Eltern rekonstruiert. 

Die höchste Zahl möglicher Kollisionen kann entstehen, wenn bei zwei zulässigen Eltern A 

und B mit Tableaus der Form  keine Elemente (Verknüpfungen) übereinstimmen und so 

insgesamt  unterschiedliche Felder auf beiden Tableaus besetzt sind. In diesem Fall wird 

bei der Wahl einer Spalte j mit besetzter Zeile i aus einem Elternteil sofort der komplementäre 

Zeilenwert i aus dem anderen Elternteil ungültig. Es kommt zu einer maximalen Anzahl von 

Ausschlüssen. 

In Abbildung 10 markieren die roten  Felder Kol-

lisionen mit doppelten Konflikten in der Lösung. In diesen 

Feldern existiert in keinem Elternteil A oder B ein Eintrag. 

Die aus den Eltern A und B möglichen Verknüpfungen in 

den anderen Feldern sind eingetragen. Die Eltern haben 

Einträge für die ersten Zeilen  in dem gelben 

 Feld und die Einträge für die ersten Spalten 

 im grünen  Feld. Das gelbe Feld 

kann damit maximal  Felder breit sein, das grüne Feld 

maximal  Felder hoch sein. Das blaue Feld ist damit 

maximal  Felder groß. 

Das gesamte Tableau ist dann 

 groß und muss mit  Verknüpfungen besetzt 

werden. 

Um eine Kollision im roten Bereich zu erzeugen, müssen die Spalten  und die 

Zeilen  im blauen Feld verknüpft werden. Damit sind diese Zeilen und Spalten 

bereits blockiert. Für die noch offenen Zeilen  und Spalten  können keine 

Verknüpfungen aus dem gelben oder grünen Feld gewählt werden, in denen noch Werte der 

Eltern vorhanden sind. Nur noch im roten Feld sind Verknüpfungen möglich, in denen die 

Eltern A und B keine Verknüpfungen besitzen, womit  Kollisionen erzeugt wurden. 

Es gibt dann  Verknüpfungen im gesamten Tableau, mit  Kollisionen, so 

dass maximal  der Verknüpfungen Kollisionen aufweisen können. 

3.2.1.6 Mutation 

Mutation ist ein sog. Hintergrundoperator, der den zufallsgesteuerten Suchvorgang eines 

GA im Lösungsraums beschreibt (Exploration, Erkundung). Das Genom einer bisherigen Lö-

sung wird mit einer kleinen positiven Wahrscheinlichkeit zufällig variiert. Durch diesen 

Vorgang werden neue Strukturen in das Genom eingeführt, welche bisher in dem Individuum 

nicht kodiert waren. Mutation dient so auch dazu vorzeitige Konvergenz des Algorithmus in 

lokalen Optima zu verhindern. Der Operator ist „blind“ gegenüber der Optimierung und den 

NB. Somit kann es auch hier geschehen, dass eine unzulässige Lösung erzeugt wird. Die Mu-

tationsrate wird im Allgemeinen niedrig angesetzt, so dass nur ein kleiner Teil des Genoms 

           
  1  m m+1    n  

 1    A   B    

      ᶇ   ᶇ   

 m      A   B  

 m+1 A   B       

   ᶇ   ᶇ      

    A   B     

  B      A    

   ᶇ      ᶇ   

 n   B      A  

            Abbildung 10: Tableau zur Bestimmung der 
maximalen Menge doppelter Konflikte. Die 
Herkunft der Verknüpfungen von Elternteil 
A und B ist mit eingetragen.. 
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mutiert. Häufig verwandte Werte liegen im Bereich . Gleichzeitig gilt 

für den Einfluss der Mutationsrate folgende heuristische Regel
24

: 

 große Population + hohe Mutationsrate Ą schlechte Performanz 

 kleine Population + niedrige Mutationsrate Ą schlechte Performanz. 

 

Im hier entwickelten GA wird der Mutationsoperator in zwei ge-

trennten Schritten auf jeden der  Nachkommen der aktuellen Gene-

ration angewandt. Zuerst wird der erste String  (Verknüpfun-

gen) durch Permutation der zu mutierenden Gene verändert, dann 

wir der zweite String  (Typ) durch Inversion der Gene verän-

dert. 

Der Operator läuft wie folgt ab: 

1. Setze eine Liste der zu mutierenden Individuen 

 und wähle eine feste Mutationsrate 

. 

2. Wähle ein . Setze zwei leere Listen der zu mutierenden Gene 

 und reduziere . 

3. Ordne jedem Gen  zwei gleichverteilte Zufallszahl  zu. 

4.   

a. Merke Gen  in  und merke die ursprüngliche Position  des 

Gens. 

b. Permutiere die Reihenfolge der Gene in  zufällig und setze jedes 

Gen  an Position . 

5.  invertiere . 

6. Prüfe ob die geänderten Gene zulässige Lösungen (Hubverbindungen) kodieren und 

ändere bei Verstoß den Verbindungstyp von Hub auf Direkt. 

Abbildung 11 zeigt beispielhaft die einzelnen Schritte. 

Durch diese Vorschrift ergibt sich, dass in jedem der  zu mutierenden Individuen bei einer 

Chromosomenlänge  im Mittel  Gene mutiert werden. Der Korrekturschritt 6 er-

zwingt, dass nur zulässige Lösungen erzeugt werden, führt aber gleichzeitig zu einem einsei-

tigen Bias, da durch ihn nur Hubverbindungen im Fehlerfall entfernt werden, aber keine neu-

en Hubverbindungen erzeugt werden. Um diesem einseitigen Verlust an Hubverbindungen 

entgegenzuwirken, werden die beiden Informationen/Stränge mit den Genwerten ( : 

Verknüpfung + : Typ) getrennt mutiert, durch Permutation und Inversion, so dass glo-

bal auch neue Hubverbindungen in Strang 2 auftreten können. 

Als Ergänzung wurde nach ersten Ergebnissen bzgl. der Mutationsrate (s. Abschnitt 4.3.2) 

eine adaptive Dynamisierungsoption eingebaut, d.h. der Algorithmus kann die Mutationsrate 

während seines Laufs anpassen. Ziel ist hierbei durch Veränderung des Explorations-

Exploitation-Verhaltens die Chance zu erzeugen ein evtl. gefundenes lokales Optimum zu 

verlassen. Vor allem unter Bedingungen, bei denen der „richtige“ Wert der Mutationsrate a 

priori nicht bekannt ist, kann der Algorithmus durch diesen Mechanismus effektivere Werte 

finden. 

  

                                                        
24 (Bäck, (1996) S. 113) 

       

 1 2 3 4 5  

 H H D D D  

       

 3 2 4 1 5  

 H D H D D  

       
Abbildung 11: Wirkung des 
Mutationsoperators durch 

Permutation 134  und 

Inversion HD . 
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3.2.1.7 Handhabung der Nebenbedingungen 

Mögliche Verknüpfungen und Flüsse des k-SHP sind durch zwei NB eingeschränkt, hier: 

1. Gesetzte Hubverbindung zwischen Knoten i und j müssen zulässig sein. 

2. Jeder Anbieter muss mit jedem Nachfrager verknüpft sein. 

Die zufällig generierte Ausgangspopulation für den GA enthält nur zulässige Lösungen, 

welche alle NB erfüllen. Die oben beschriebenen Variationsoperatoren arbeiten konstruktiv 

reparierend bzgl. beider Bedingungen, d.h. die von ihnen erzeugten Nachkommen sind auch 

wieder zulässig. 

3.2.1.8 Evaluation 

Die Evaluationsfunktion bewertet die Individuen qualitativ nach den Anforderungen des 

OP. Durch sie wird definiert, was „Fortschritt“ im Zusammenspiel aus Population und OP 

bedeutet. Als Maßstab für die Fitness werden die erzeugten Gesamtkosten der Lösungen ge-

nommen, es wird also direkt die Zielfunktion  des LOP ausgewertet: 

 

 

3.2.1.9 Selektion der Nachkommen 

Die Nachkommensselektion ist neben der Elternselektion der zweite Operator, über den Se-

lektionsdruck ausgeübt werden kann, wenn eine fitnessbasierte Auswahl geschieht. Allgemein 

wird die Selektion der überlebenden Nachkommen auf die vereinigte Menge aus aktueller 

Generation und Kindern (neue Lösungen) angewandt. Die Auswahl kann deterministisch oder 

probabilistisch erfolgen. In dieser Arbeit werden die selben Verfahren angewandt wie bei der 

Elternselektion (s. Abschnitt 3.2.1.4):  

1. Eine feste Anzahl k der besten Individuen wird übernommen. 

2. Es erfolgt eine probabilistische Auswahl mit exponentiellem oder sigmoidem Wahr-

scheinlichkeitsmodell. 

Als Besonderheit wird eine reproduktive Komponente (Selektion ohne Veränderung) hinzu-

gefügt, bei der in jeder Generation das schlechteste Individuum in die Folgegeneration über-

nommen wird. Kombiniert mit einer probabilistischen Elternwahl hat so auch diese Lösung 

eine Chance Teile ihrer Struktur in der Kreuzung weiterzugeben. Ziel ist dabei die 

Gendiversität möglichst lange hoch zu halten, also die vorzeitige Übernahme des Genpools 

durch dominante fitte Individuen zu verhindern. Hinter diesem Modell steht die Erwartung, 

dass auch schlechte Individuen in Teilen gute Lösungsstrukturen aufweisen können, welche 

so die Chance bekommen mit guten Strukturen der fitten Individuen kombiniert zu werden. In 

Bezug auf den Lösungsraum können die Auswahl der besten Individuen als Ausnutzung 

(Exploitation) und die Selektion des schlechtesten Individuums als Erkundung (Exploration) 

interpretiert werden (s. Abschnitt 2.5.2). Die fittesten Individuen liegen dann im Allgemeinen 

in vielversprechenden Bereichen des Lösungsraums, in deren „Nachbarschaft“ weiter gesucht 

wird. Die schlechten Individuen hingegen liegen in bisher als unvorteilhaft erkannten und 

allgemein weniger erkundeten Bereichen, so dass auch hier eine weitere Erkundung lohnen 

kann, um weitere Bereiche des Lösungsraums zu erfassen. Durch die Abstimmung dieser bei-

den Entwicklungstendenzen soll u.a. vorzeitige Konvergenz in lokale Optima vermieden wer-

den. 
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3.2.1.10 Abbruchkriterium 

Zuletzt muss das Abbruchkriterium eines GA definiert sein. Theoretisch ist es möglich die 

„Nähe“ der aktuellen Lösung zur optimalen Lösung als Maßstab zu nehmen und abzubrechen 

wenn der Algorithmus beliebig nahe an den optimalen Kostenwert heran gekommen ist. Im 

Allgemeinen ist es aber nicht möglich das Kostenoptimum zu bestimmen, höchstens es heu-

ristisch abzuschätzen. Gleichzeitig muss sichergestellt sein, dass der Algorithmus alle Punkte 

des Lösungsraums erreichen kann. Aus dem Verhalten eines GA können aber Werte abgelei-

tet werden, welche weitere Abbruchkriterien definieren können: 

 Veränderung zwischen letzten Lösungen 

Durch die Lernkurve eines GA werden die Verbesserungsschritte immer kleiner und 

seltener, je länger er läuft. Wenn die Verbesserungen zwischen den besten Lösungen 

der letzten Iterationen einen beliebigen Wert unterschreiten, wird abgebrochen. 

 Iterationszahl 

Nach einer festen Anzahl von Iterationen wird auf jeden Fall abgebrochen, um evtl. 

Kreisen in Zyklen und vorzeitige Stagnation abzufangen. 

 Diversität unterschreitet Schranke 

In jeder Generation kann die Diversität des Genpools in der aktuellen Population be-

stimmt werden. Wird ein beliebiger Wert unterschritten, ist dies ein Anzeichen für 

Konvergenz in bestimmten Bereichen des Lösungsraums und Übernahme der Popu-

lation, was als Abbruchkriterium gelten kann. 

Generell gilt die heuristische Regel, dass lange Laufzeiten keine signifikant besseren Ergeb-

nisse erreichen. Kürzere mehrfache Durchläufe mit Reinitialisierung oder unterschiedlichen 

GA-Parametern erhöhen hingegen die Chance gute Lösungen zu finden, da der Lösungsraum 

mehrfach durchsucht wird. 

In dieser Arbeit werden zwei Kriterien gekoppelt genutzt: 

1. Wenn es zum Zeitpunkt  in den letzten  Generationen keine Verbesserung der op-

timalen Lösung  gab: 

 

2. Die Iterationszahl  überschreitet eine Schwelle : 

 

 

Trifft eines der beiden Kriterien zu, bricht der Algorithmus ab. 
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Karte des 3-SHP mit 20 Transportaufträgen

 

 

Anbieter

Nachfrager

Hub

Einzug

4. Ergebnis und Ausblick 

4.1. Methodik 

Genetische Algorithmen sind stochastischer Natur und können durch vielfache Parameter-

konstellationen gesteuert werden. Aussagen über Verhalten und Performanz können experi-

mentell gewonnen werden, in dem man bspw. Parametertests auf unterschiedliche Problemin-

stanzen anwendet. Die verwendeten Maßzahlen hängen vom Ziel der Untersuchung ab. 

In der Anwendung beschreibt das k-SHP komplexe betriebliche Entscheidungen in logisti-

schen Netzen mit Hubstrukturen. Damit bestehen zwei grundlegende Anforderungen an Lö-

sungstechniken: 

1. Effizienz/Performanz 

2. Effektivität/Qualität 

Hinter Effizienz steht der Anspruch, dass betriebliche häufig wiederkehrende Entschei-

dungsprobleme schnell gelöst werden können, evtl. mit mehrfachen Versuchen. Effektivität 

beschreibt das Ziel eine möglichst gute Lösung zu finden. Um die Lösungsqualität zu testen 

wird sowohl beste als auch mittlere (zu erwartende) Qualität der erzeugten Lösungen unter-

sucht. Zur Beschreibung des Zeitverhaltens, und damit der Performanz, werden Lösungsver-

besserung, Verbesserungsgeschwindigkeit und genetische Konvergenz untersucht. Jede Para-

meterkonstellation wird mit Stichproben aus mehreren Läufen bei gleicher Ausgangslösung 

getestet. 

4.2. Lösungsverhalten 

4.2.1. Fall 1: 3 Hubs, 20 Transporte 

Dieser Fall besteht aus  Hubs. Insge-

samt müssen  Transportaufträge zwi-

schen 20 Anbietern und 20 Nachfragern ausge-

führt werden, was maximal zu einer Problem-

größe zwischen  und 

 Kombinationsmöglich-

keiten führt (s. Abschnitt 3.2.1.1). Jeder Ange-

bots- und Nachfrageknoten ist genau einem 

Hub zugewiesen (s. Abbildung 12). In dieser 

Konstellation treten zwischen den drei Hubs 

folgende Besonderheiten auf: 

1. Hub 1 besitzt fast nur Anbieter. 

2. Hub 2 besitzt eine paritätische Vertei-

lung aus Anbietern und Nachfragern. 

3. Hub 3 besitzt fast nur Nachfrager. 

Der zu erwartende kostenoptimale Trans-

portplan sollte die relativen Kostenvorteile der Direkttransporte auf Kurzstrecken und der 

Hubtransporten auf Langstrecken ausnutzen, dass also benachbarte Anbieter und Nachfrager 

bei Hub 2 möglichst direkt miteinander verbunden werden und dass zwischen den Anbietern 

und Nachfragern von Hub 1 und 3 Hubverbindungen geknüpft werden. 

Tabelle 3 zeigt Eingangsparameter und vergleichende Ergebnisse aus 10 Läufen der Simula-

tion. Die beste Lösung wurde in Lauf 9 mit  erreich. Im Mittel konnten in je-

dem Lauf die Kosten auf 67% der Ausgangskosten gesenkt werden. In allen Läufen erreichte 

Abbildung 12: Karte des 3-SHP mit 20 Transportaufträgen. 

2 

1 

3 
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der GA mindestens 87% der maximal erreichten Verbesserung aus Lauf 9. (

). Ebenso waren die größten Verbesserungen (50% und 75% der jeweils erreichten Ver-

besserung) bereits nach wenigen Generationen erreicht. Mit steigender Laufzeit wurden nur 

noch geringe bzw. selten Verbesserungen erzielt. 

 

Population ɛ: 10 Elternwahl: deterministisch 

Kinder: 4 Nachkommenwahl deterministisch 

Generationen max/leer: 500/100 Mutationsrate :: 0.1 

     

Lauf min. Kosten Verbesserung Generation Konvergenz 

 
Anfang 

 

Ende 

  

absolut 

 

relativ 

 

relativ 

 
 

50% 75% 90% 

01. 794 537 -257 0.68 0.90 241 17 41 157 

02. 794 529 -265 0.67 0.92 269 18 81 142 

03. 794 529 -265 0.67 0.92 269 19 168 255 

04. 794 510 -284 0.64 0.99 407 18 93 407 

05. 794 528 -266 0.66 0.93 256 13 74 104 

06. 794 543 -251 0.68 0.87 158 21 46 59 

07. 794 536 -258 0.68 0.90 328 20 70 132 

08. 794 538 -256 0.68 0.89 179 15 54 163 

09. 794 507 -287 0.64 1.00 411 41 168 375 

10. 794 529 -265 0.67 0.92 266 16 120 185 

Tabelle 3: Parameterkonstellation und Maßzahlen. Der Lauf mit der besten Lösung insgesamt ist markiert. Die Werte 
 geben die niedrigsten Ausgangs- und Endkosten sowie die absolute Veränderung an.  zeigt das erreich-

te relative Kostenniveau an.  bezieht die individuelle Änderung auf die maximal erreichte Änderung der besten 

Lösung. Die Konvergenzspalten geben an, ab welcher Generation jeweils 50%, 75% und 90% der individuellen Endverbesse-
rung erreicht wurden. 

Abbildung 13 zeigt die Verläufe der besten und mittleren Kosten und die Transportkarten 

von bester Ausgangslösung und bester Lösung insgesamt aus allen 10 Durchläufen. Die Kos-

tenverläufe entsprechen sich qualitativ. Die mittleren Kosten folgen in konstantem Abstand 

den niedrigsten Kosten, was ein Zeichen dafür ist, dass Verbesserungen sich schnell in der 

Population durchsetzen. Durch Konvergenz der Lösungen in vielversprechenden Bereichen 

des Lösungsraums (Übernahme der Population durch erfolgreiche Individuen) erklärt sich der 

Verlauf der Kostengraphen. Durch die anfängliche starke Durchmischung des Genpools ist 

die erste Phase durch Erkundung geprägt, was im Allgemeinen dazu führt, dass schnell neue 

Lösungen gefunden werden können. Im weiteren Verlauf setzen sich die besten Individuen 

durch und dominieren zunehmend den Genpool. Durch diese Konvergenz sind im Allgemei-

nen dann nur noch geringe Verbesserungen möglich. 
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Die beiden Karten in Abbildung 13 

zeigen die Verbindungstypen. Magenta 

kodiert Hubverbindungen, blau Di-

rektverbindungen. In der Ausgangslö-

sung ist eine starke (zufällige) Durch-

mischung von verknüpften Knoten und 

zugeordneten Verbindungstypen zu 

erkennen. Die gefundene kostenopti-

male Lösung weist hingegen eine ein-

deutige Struktur auf. Wo möglich wur-

den innerhalb der Einzugsgebiete 

Kurzstrecken durch Direktverbindun-

gen geknüpft, was v.a. bei Hub 2 der 

Fall ist. Der Überhang aus Anbietern 

bei Hub 1 und Nachfragern bei Hub 3 

hat dazu geführt, dass diese verknüpft  

und primär durch Hubverbindungen 

verbunden wurden. Diese Struktur ent-

spricht den oben beschriebenen Erwartungen an eine optimale Lösung der Probleminstanz.  

Gleichzeitig zeigen sich in der so vorsortierten Lösung mögliche weitere Variations- und-

Verbesserungsmöglichkeiten. Der GA hat aus dem gesamten Lösungsraum eine vielverspre-

chende Auswahl getroffen und die Problemstruktur praktisch vereinfacht, so dass manuell mit 

wenig Aufwand weiter variiert werden kann. 

4.3. Parameterstudien Fall 2: 5 Hubs, 100 Transporte 

Im Folgenden wurden die Einflüsse der ver-

schiedenen Parameter des GA untersucht. Als 

Studienfall wurde eine komplexere Problemin-

stanz genutzt: 5-SHP mit Hubzahl  und 

Transportaufträgen . Abbildung 14 

zeigt die konkrete Verteilung und Zuordnung 

von Knoten und Hubs. Die unteren beiden 

Hubs 4 und 5 stechen heraus, da sie fast nur 

Nachfrager anbinden. In den stark heterogenen 

Einzugsgebieten der Hubs 1-3 sitzt ein entspre-

chender Überschuss an Anbietern. Für diese 

Probleminstanz  

Für die genutzte Probleminstanz mit 

 besteht der Lösungsraum aus mindestens 

 und maximal 

 Lösungen. 

  

Abbildung 13: Kostengraph und Plot der besten Ausganslösung und 
besten Endlösung: blau = Direktverbindung, magenta = Hubverbin-

dung 

Abbildung 14: Karte des 5-SHP mit 100 Transportaufträ-
gen 
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4.3.1. Eltern- und Nachkommenwahl: Modellvergleich 

Ziel dieser Untersuchung ist bei sonst konstanten Parametern den Einfluss der drei ver-

schiedenen Wahlmodelle bei Eltern- und Nachkommenwahl zu untersuchen: 

1. Deterministische Wahl 

2. Probabilistische Wahl mit exponentiellem Wahrscheinlichkeitsmodell 

3. Probabilistische Wahl mit sigmoidem Wahrscheinlichkeitsmodell 

Der Rest des Algorithmus wurde mit konstanten Parametern konfiguriert. Jedes Modell 

wurde sowohl auf Eltern- als auch Nachkommenwahl parallel angewandt. Unter jedem Mo-

dell wurden 10 Durchläufe der Probleminstanz durchgeführt. 

Population ɛ: 20   

Kinder: 10 Skalierungsfaktor ɚ: 0.1 

Generationen max/leer: 1000/200 Mutationsrate : 0.1 

    

Modell min. Kosten Verbesserung Konvergenz 

 
Anfang 

 

Ende 

  

beste 

  

absolut 

 

relativ 

 

50% 75% 90% 

det 3604 2330 2240 -1274 0.65 59 187 390 

sig 3604 2766 2638 -838 0.77 58 185 412 

exp 3604 2969 2862 -635 0.82 85 262 362 

Tabelle 4: Parameterkonstellation und Maßzahlen der einzelnen Wahlmodelle deterministisch, sigmoid, exponentiell. In 

Spalte  werden für jedes Modell die im Mittel erreichten minimalen Kosten gezeigt. Spalte  gibt die niedrigsten erreich-

ten Kosten an.  und  geben die erreichten Verbesserungen an. Die Konvergenzspalten geben an, ab welcher 

Generation jeweils im Mittel 50%, 75% und 90% der individuellen Endverbesserung erreicht wurden. 

Der Vergleich der Modelle in Tabelle 

4 und Abbildung 15 zeigt deutliche 

Performanzunterschiede. Das deter-

ministische Modell zeigt sich den bei-

den anderen Modellen signifkant über-

legen. Die minimalen Kosten konnten 

bei maximal 1000 Generationen im 

Mittel auf 65% der Ausgangskosten 

reduziert werden. Die beiden anderen 

Modelle erreichten nur  77% bzw. 

82%. Vergleiche der Kostenverläufe 

aus Abbildung 15 bzw. der Konver-

genzspalten aus Tabelle 4 zeigt für 

jedes Modell das typische 

genzverhalten eines GA. Mit zuneh-

mender Laufdauer nehmen Häufigkeit 

und Stärke von Verbesserungen konti-

nuierlich ab. Allerdings konvergiert 

das exponentielle Modell langsamer 

gegen seine Endwerte. Auffällig ist der 

Abstand zwischen mittleren und mini-

malen Kosten. Während die mittleren Kosten im deterministischen Modell den minimalen 

Kosten eng folgen, besitzen sie v.a. im exponentiellen Modell einen deutlichen Abstand, was 

generell auf einen höheren Anteil schlechter Lösungen in der Population deutet. 

Abbildung 15: Oben der Verlauf der gemittelten minimalen und 
mittleren Kosten der Modelle deterministisch, sigmoid, exponentiell 
(Ausschläge nach oben ergeben sich aus der Mittelwertbildung). 
Unten Lösungsplot der Ausgangslösung und der besten Lösung: blau 
= Direktverbindung, magenta = Hubverbindung 
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Der bestimmende Unterschied zwischen den Wahlmodellen besteht in der Behandlung 

schlechter Individuen. Bei der deterministischen Wahl werden nur die besten Individuen zur 

Rekombination ihrer Genome gewählt. Ebenso kommen nur die besten Individuen und das 

schlechteste Individuum in die nächste Generation. Bei sigmoidem und v.a. exponentiellem 

Modell haben auch die mittleren und schlechten Individuen eine gewisse positive Wahr-

scheinlichkeit sowohl zur Rekombination als auch zur Nachkommenwahl. Der Selektions-

druck ist dadurch im Allgemeinen geringer. Die Ergebnisse deuten auf eine Eigenschaft des 

zu Grunde liegenden kombinatorischen Problems. Im deterministischen Modell tauschen nur 

die besten Individuen Teile ihrer Lösung/ihres Genoms aus. In den Modellen 2 und 3 hinge-

gen werden im Allgemeinen gute mit (deutlich) schlechteren Individuen gepaart und in die 

Folgegeneration weitergegeben. Diese neuen Kombinationen aus unterschiedlichen Individu-

en scheinen kaum Vorteile zu entwickeln, während bei der Kreuzung ähnlicher Individuen der 

Austausch von Lösungsstrukturen zu häufigen Verbesserungen führt. 

Zum Test dieser Hypothese wurde in 2 Schritten ein gemischtes Wahlmodell angewandt 

und in je 10 Durchläufen getestet:  

1. Elternwahl exponentiell, Nachkommenwahl deterministisch, 

2. Elternwahl deterministisch, Nachkommenwahl exponentiell. 

Modell min. Kosten Verbesserung Konvergenz 

 
Anfang 

 

Ende 

  

beste 

  

absolut 

 

relativ 

 

50% 75% 90% 

1. exp-det 3604 2341 2212 -1263 0.65 72 252 524 

2. det-exp 3604 2888 2701 -716 0.80 67 178 357 

Tabelle 5: Maßzahlen bei gemischten Wahlmodellen exponentiell-deterministisch und deterministisch-exponentiell. 

Diese Daten zeigen, dass im ersten Fall (keine schlechten Individuen überleben) praktisch 

die selben Ergebnisse erzielt werden konnten wie im rein deterministischen Modell. Durch die 

exponentielle Elternwahl rekombinieren zwar auch schlechte Eltern. Wenn dabei aber 

schlechte Kinder erzeugt werden, erreichen diese nicht die nächste Generation, so dass dieser 

Rückschritt sofort wieder ausgeglichen wird. Im zweiten Modell hingegen werden ähnliche 

Werte wie beim rein exponentiellen Modell erreicht. Durch die exponentielle 

Nachkommenwahl kommen auch schlechte Individuen weiter und verdrängen so gute Indivi-

duen in der neuen Generation. Dort können sie dann an der Rekombination teilnehmen, wäh-

rend die Möglichkeiten zur Rekombination guter Individuen sinken. 
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4.3.2. Mutationsrate 

Anhand des effektiven deterministischen Wahlmodells wurden unterschiedliche Werte der 

Mutationsrate mit je 10 Läufen auf der gegebenen Probleminstanz getestet. 

Mutati-

onsrate 

 

min. Kosten Verbesserung Konvergenz 

Anfang 

 

Ende 

  

beste 

  

absolut 

 

relativ 

 

50% 75% 90% 

0.005 3604 2275 2167 -1329 0.63 48 300 660 

0.010 3604 1996 1889 -1608 0.55 62 249 572 

0.100 3604 2330 2240 -1274 0.65 59 187 390 

0.200 3604 2757 2642 -847 0.76 59 181 398 

Tabelle 6: Maßzahlen im deterministischen Modell bei unterschiedlichen Mutationsraten . 

 

Tabelle 6 und Abbildung 16 zeigen die Per-

formanz verschiedener Mutationsraten. Die 

besten Ergebnisse sowohl bzgl. Verbesse-

rungsbetrag und -geschwindigkeit als auch 

Konvergenz wurden mit Werten zwischen 

 erreicht und bestäti-

gen damit die heuristischen Werte aus der 

Literatur (s. Abschnitt 3.2.1.6). Je niedriger 

die Mutationsrate ist, desto geringer ist der 

Abstand zwischen mittleren und minimalen 

Kosten. Die Population besteht dann aus In-

dividuen, welche sowohl im Geno- als auch 

Phänotyp ähnlich sind. Dass relativ geringe 

Mutationsraten schnell zu guten und besten 

Ergebnissen führen, scheint ebenfalls in der 

Problemstruktur begründet zu sein. Geringe Werte von  ermöglichen es gefundenen gu-

ten Lösungen die Population mit ähnlichen Nachkommen zu übernehmen bzw. zu dominie-

ren. Die dann folgende Rekombination ähnlicher Lösungen hat bereits im Modellvergleich in 

Abschnitt 4.3.1 ihre Überlegenheit gezeigt. 

Die Mutationsrate ist der bestimmende Faktor bei der Abstimmung zwischen Exploration 

(Erkundung) und Exploitation (Ausnutzung) des Algorithmus. Die gefundene Bedeutung der 

Kreuzung ähnlicher Individuen zeigt, dass für das k-SHP die Exploitation von hoher Wichtig-

keit ist. Geringe Variationen guter Lösungen erzeugen im Allgemeinen erneut gute Lösungen 

in ihrer Nachbarschaft. Zu niedrige oder zu hohe Werte für  verhindern entweder das 

effiziente Auffinden optimaler Lösungen oder lassen die Population aus guten Bereichen des 

Lösungsraums wieder abdriften. 

Abbildung 16: Gemittelte minimale (─) und mittlere (--) 
Kosten bei verschiedenen Mutationsraten. 
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Zur weiteren Untersuchung dieser Zu-

sammenhänge wurde die gegebene 

leminstanz schrittweise mit einer dynami-

schen Mutationsrate 

 gelöst. Abbildung 17 zeigt 

den Verlauf der Kosten. Mit konstanter (zu 

hoher) Mutationsrate  stagniert 

der Algorithmus früh. Mit dynamischer 

tationsrate (Halbierung) schafft es der Algo-

rithmus durch zweimaliges Einschränken 

der Mutation die Stagnation zu durchbre-

chen und deutlich bessere Ergebnisse zu 

erzielen. Die verringerte Mutationsrate steht 

dabei für eine Reduzierung der Exploration 

und Erhöhung der Exploitation. Dies ermög-

licht es der Population bei der weiteren Er-

kundung in kleineren Schritten im Lösungs-

raum vorzugehen. In diesem Verhalten deutet die vorzeitige Stagnation weniger auf ein loka-

les, isoliertes Optimum hin. Die Möglichkeit mit kleineren Schritten in der Nachbarschaft 

bessere Ergebnisse zu finden, lässt vermuten, dass Optima im Lösungsraum nahe beieinander 

liegen. Nach dem Auffinden dieses Bereichs können weitere Verbesserungen praktisch nur 

mit kleinen Suchschritten in der Nachbarschaft erzielt werden. 

Zu beachten ist noch die Besonderheit des Reparaturmechanismus im Rekombinationsope-

rator (s. Abschnitt 3.2.1.5). Bei Konflikten werden dort bereits Innovationen in das Genom 

der Kinder eingeführt. Da dies stochastisch geschieht und bei bis zu einem Drittel des Ge-

noms auftreten kann, entsteht an dieser Stelle bereits ein Fluktuations- und Innovationspoten-

tial, welches eine indirekte genetische Drift einleiten kann. Da dieser Effekt durch keinen Pa-

rameter direkt steuerbar ist, kann eine geringe direkte Mutationsrate im Mutationsoperator 

ausgleichend wirken. 

Für die Anwendung des Algorithmus auf neue Probleminstanzen bedeuten diese Zusam-

menhänge, dass eine dynamische Mutationsrate bei unbekanntem optimalem Wert als selbst-

adaptiver Steuerparameter dienen kann. Einerseits besteht so die Chance bei sich ankündigen-

der Stagnation bzw. vermuteter vorzeitiger Konvergenz diesen Zustand wieder aufzulösen. 

Andererseits kann der Algorithmus so den Wert  finden, der den Einfluss der Fluktuatio-

nen aus der Rekombination indirekt mit steuert. Im Algorithmus wurde diese Option so inte-

griert, dass als Startwert mit einer hohen Rate (im Allgemeinen ) begonnen wer-

den kann. Der Algorithmus halbiert , wenn die Hälfte der erlaubten Leerlaufgenerationen 

(s. Abschnitt 3.2.1.10) erreicht wurde. Er tastet sich dann in immer kleineren Schritten an den 

effektiven Wert heran. 

4.3.3. Populationsgröße und Kinderzahl 

Innerhalb des deterministischen Modells wurden bei einer Mutationsrate  un-

terschiedliche Populationsgrößen untersucht. Eine größere Population führt im Allgemeinen 

zu einer höheren Diversität in der Ausgangspopulation, dass also aus einer höheren Anzahl 

von Lösungen gewählt werden kann. Gleichzeitig steigt der Aufwand zur Erzeugung der Aus-

gangslösungen. Vor allem bei schneller Konvergenz gekoppelt mit einer steilen Lernkurve am 

Anfang des Algorithmus kann das Erzeugen einer großen Ausgangspopulation wenig zielfüh-

rend sein, da der Zeitbedarf für die Ausgangslösung steigt aber nicht gleichzeitig ein signifi-

kant besseres Lösungsverhalten des Algorithmus zu erwarten ist. 

Abbildung 17: Entwicklung der Kosten ohne Dynamik 

( =0.4) und mit Dynamik durch zweimaliges Absenken  

( =0.4 Ą 0.2 Ą 0.1). 
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Bei der Untersuchung wurden unterschiedliche Populationsgrößen auf die selbe Problemin-

stanz angewendet. Als weitere Maßzahl wurde die sog. CPU-Time für Erzeugung der Aus-

gangslösung und den GA-Lauf über 1000 Generationen gemessen. Diese Werte werden den 

Kennwerten zum Lösungsverhalten gegenübergestellt. Um Auswirkungen durch Speicherbe-

legung und –fragmentierung zu vermeiden, wurde die Simulation nach jedem Lauf beendet 

und neu gestartet. Das Testsystem bestand aus folgender Hard- und Software:  

 CPU: Intel Core2Quad Q9450 2.66GHz 

 RAM: 2GB 

 OS: Windows XP Professional SP2, 

 Matlab: 7.1.0.124 (R14) SP3 

Neben der Abhängigkeit von der verwendeten Hardware besteht ein weiterer Aspekt in dem 

Rechenaufwand der Reparaturmechanismen. Diese sind nicht grundlegender Bestandteil des 

GA und kommen je nach stochastischer Häufigkeit von Konflikten unterschiedlich oft zur 

Anwendung. Die gewonnen Daten dienen damit nur zur Abschätzung des GA unter unter-

schiedlichen Eingangsparametern, nicht jedoch zum Vergleich mit anderen Verfahren. 

 

Mutationsrate : 0.01 Elternwahl: deterministisch 

Generationen max/leer: 1000/1000 Nachkommenwahl: deterministisch 

    

 

CPU-Time (s) min. Kosten und Änderung Konvergenz 

Eröffnung 

abs|rel 

Lösung 

abs|rel 

gesamt 

abs|rel 

 

 
   

50

% 

75

% 

90

% 

20|10 19 1.0 267 1.0 286 1.0 3474 

1990 

-1484 0.57 60 292 601 

40|10 71 3.7 373 1.4 444 1.6 3456 

1938 

-1518 0.56 71 305 596 

80|10 272 14.3 585 2.2 857 3.0 3437 

1938 

-1499 0.56 98 305 647 

80|40 275 14.5 869 3.3 1144 4 3434 

1663 

-1771 0.48 44 138 377 

80|80 275 14.5 1256 4.7 1531 5.4 3421 

1595 

-1823 0.48 45 129 331 

Tabelle 7: Vergleichswerte aus den Laufzeiten bei unterschiedlichen Populationskonfigurationen  (Populationsgrö-

ße|Eltern). Die Rechenzeiten teilen sich in Zeit für die Eröffnungslösung und die Lösung durch den GA. Neben den absoluten 
Zeiten wird auch das Verhältnis zur Zeit in der ersten Zeile angegeben. 

Die Werte aus Tabelle 7 zeigen, dass durch eine größere Population der Zeitaufwand für die 

Anfangsinitialisierung der Zufallslösungen stark ansteigt. Die Werte legen einen fast quadrati-

schen Zusammenhang nahe. Der Zeitbedarf des eigentlichen Algorithmus zu Lösungserzeu-

gung hingegen steigt deutlich weniger an. Die Daten zu Lösungsqualität und Verhalten zeigen 

keine signifikanten Unterschiede in den ersten 3 Zeilen (20|10, 40|10, 80|10). Das alleinige 

Erhöhen der Populationsgröße  bringt zwar prinzipiell eine höhere genetische Vielfalt und 

mehr konkurrierende Individuen ein, durch die konstante Anzahl an Eltern  sinkt aber der 

Anteil an rekombinierenden Individuen in der Population. Zusammen mit einer niedrigen Mu-

tationsrate wird so keine höhere Anzahl neuer Lösungen erzeugt. Die höhere Vielfalt kann 

nicht wirken, da ein zu geringer Anteil der Population die Entwicklung voran treibt und den 

Lösungsraum durchsucht. 
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Eine gleichzeitige Erhöhung der Elternzahl  erhöht die Laufzeit des Algorithmus weiter 

(Zeilen 4 und 5 mit 80|40 und 80|80), führt aber gleichzeitig zu einer deutlich schnelleren Lö-

sungsverbesserung. Es werden sowohl insgesamt bessere Lösungen gefunden als auch schnel-

ler die Endwerte erreicht. Zeile 5 (80|80) stellt den Extremfall dar, dass alle Individuen einer 

Generation an der Rekombination teilnehmen, über die Elternwahl also kein Selektionsdruck 

mehr erzeugt wird. In diesem Fall wurden die besten Lösungen überhaupt erzeugt
25

. Dieses 

Ergebnis ist konsistent mit den Daten aus Abschnitt 4.3.1 zum Einfluss der Eltern- und 

Nachkommenwahl. Dort war für das Erreichen einer guten Lösung entscheidend, dass nur die 

besten Individuen in die nächste Generation übernommen wurden, auch wenn bei der Eltern-

wahl schlechte Individuen an der Rekombination teilnehmen konnten.  

Dieses Ergebnis zeigt einerseits, dass ein rein zufälliger Suchalgorithmus (Vergrößerung der 

Ausgangspopulation) nicht in annehmbarer Zeit deutlich bessere Lösungen findet. Damit 

werden die Aussagen der Literatur (s. Abschnitt 3.2.1.2) bzgl. des geringen Nutzens aufwän-

diger Initialisierungsheuristiken bestätigt. 

Das Verhalten erklärt sich aus dem Zusammenwirken aus Mutation, Rekombination und El-

tern-/Nachkommenwahl. Geringe Mutation erzeugt eine Population aus ähnlichen Individuen. 

Durch Rekombination werden deren Lösungsstrukturen gemischt und weiterentwickelt, ohne 

durch eine zu starke Drift destabilisiert zu werden. Eine große Population zusammen mit einer 

hohen Elternquote (maximal ) führt zu häufigen Rekombinationen und damit einer hö-

heren Chance gute Neuerungen zu testen und in das Genom einzuführen. Dies führt im Mittel 

zu den beiden Effekten, dass in großen Populationen mit vielen Kreuzungen bessere Werte 

schneller erreicht werden. Der primäre Operator der Lösungsverbesserung ist somit die Re-

kombination. 

4.3.4. Genetische Diversität 

In jedem Chromosom kodieren  die Knotenverknüpfungen und  die Verbin-

dungstypen. Bei  Individuen in der Population sind für jedes der  Gene höchstens 

 unterschiedliche Werte in  möglich (  Anbieter,  Nachfrager, ). In 

 sind für jedes Gen maximal 2 Werte möglich bei . Aus diesen grundlegenden 

Zusammenhängen ergibt sich, dass eine größere Population bei Gleichverteilung der Werte 

eine höhere genetische Vielfalt im ersten Genstrang besitzt, also bei den möglichen Knoten-

verknüpfungen. Dieser Zustand trifft v.a. auf die zufällig generierte Ausgangspopulation zu. 

In jeder Generation wurden zwei Indikatoren  und  für die genetische Vielfalt der 

beiden Stränge bestimmt, indem berechnet wurde wie viele unterschiedliche Werte  und 

 im aktuellen Genpool für jedes Gen  noch vorhanden sind. Da jedes Gen und jedes 

Individuum gleichwertig sind, werden die Werte über alle Gene und Individuen gemittelt, so 

dass sich eine querschnittliche Aussage für die Gene in jeder Generation ergibt. Um die Ent-

wicklung der Diversität zwischen unterschiedlichen Populationsgrößen und Probleminstanzen 

vergleichbar zu machen, wird die absolute Anzahl unterschiedlicher Werte auf die maximal 

mögliche Anzahl bezogen. Sind pro Gen im Mittel  und  unterschiedliche Werte kodiert, 

so ergibt sich: 

 

  

                                                        
25 Größere Populationen führten auf dem Testsystem innerhalb von Matlab zu Speicherproblemen durch ‚OUT 

OF MEMEORY‘-Meldungen bei der Variablenzuweisung und konnten nicht konsistent untersucht werden. 
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Population ɛ: 20 Elternwahl: deterministisch 

Kinder: 10 Nachkommenwahl: deterministisch 

Generationen max 1000   

    

Mutati-

onsrate 

 

 und  

< 1.0 < 0.9 < 0.8 < 0.7 < 0.6 < 0.5 < 0.4 < 0.3 <0.2 < 0.1 

0,005 
1 

- 

2 

- 

2 

- 

3 

- 

3 

- 

4 

- 

6 

- 

11 

- 

21 

- 

- 

0,010 
1 

- 

2 

- 

2 

- 

3 

- 

3 

- 

5 

- 

7 

- 

9 

- 

21 

- 

- 

0,100 
1 

- 

2 

- 

2 

- 

3 

- 

3 

- 

6 

- 

11 

- 

69 

- 

818 

- 

- 

0,200 
1 

- 

2 

- 

2 

- 

3 

- 

5 

- 

14 

- 

484 

- 

655 

- 

858 

- 

- 

0,400 

1 

- 

 

2 

- 

5 

- 

9 

- 

24 

- 

- - - - - 

Tabelle 8: Anzahl der Generationen nach denen die mittlere Gendiversität für Strang A und B bei bestimmten Mutationsraten 
unter den angegebenen Prozentsatz der maximal möglichen Diversität gefallen ist. 

Mutationsrate : 0.01 Elternwahl: deterministisch 

Generationen max: 1000 Nachkommenwahl: deterministisch 

    

Populati-

on/ 

Kinder 

 und  

< 1.0 < 0.9 < 0.8 < 0.7 < 0.6 < 0.5 < 0.4 < 0.3 <.0.2 < 0.1 

20/10 
1 

- 

2 

- 

2 

- 

3 

- 

4 

- 

5 

- 

6 

- 

7 

- 

28 

- 

- 

40/10 
1 

- 

1 

- 

2 

- 

3 

- 

4 

- 

5 

- 

6 

- 

7 

- 

12 

- 

30 

80/10 
1 

- 

1 

- 

1 

- 

2 

- 

4 

- 

6 

- 

8 

- 

10 

- 

12 

- 

18 

80/40 
1 

- 

1 

- 

1 

- 

2 

- 

2 

- 

3 

- 

5 

- 

7 

- 

12 

- 

33 

80/80 
1 

- 

1 

- 

1 

- 

2 

- 

2 

- 

3 

- 

5 

- 

8 

- 

27 

- 

42 

Tabelle 9: Anzahl der Generationen nach denen die mittlere Gendiversität für Strang A und B bei bestimmten Populations-
konfigurationen unter den angegebenen Prozentsatz der maximal möglichen Diversität gefallen ist. 

Tabelle 8 und Tabelle 9 zeigen die Entwicklung der genetischen Indikatoren  und 

 bei unterschiedlichen Mutationsraten und Populationsgrößen. Unter allen Konstellatio-

nen war das Genom bzgl.  schon zu Beginn unterhalb des jeweiligen Maximalwerts 

besetzt. Innerhalb weniger Generationen fielen die Werte auf unter 50% und tiefer. Hohe Mu-

tationsraten ( ) konnten den weiteren Abfall bremsen, wohingegen sich das Genom 

bei niedrigen Raten zwischen 10% und 20% der möglichen Werte einpendelte. In  war 

kein Abfall zu beobachten, was in der Struktur der benutzten Probleminstanz begründet liegt, 

da sowohl Kurzstrecken- als auch Langstreckenverbindungen zu hohen Teilen in den optima-

len Lösungen vertreten sind. 

Hohe Populationsgrößen hatten keinen Einfluss gegen den Trend zur schnellen Übernahme 

der Population in . Auch hier fielen die Indikatoren schnell auf niedrige Werte ab. Al-
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lerdings muss beachtet werden, dass relative Werte betrachtet wurden und durch die Vergrö-

ßerung der Population auch die Anzahl möglicher Wert anstieg von  auf 

. Insgesamt war die Diversität am Anfang damit höher. Der schnelle Abfall 

zeigt, dass auch aus diesem großen Pool schnell die besten Gene gefunden wurden. Die Spal-

ten  und  zeigen, dass für den Großteil der weiteren Laufzeit bzw. Generatio-

nen nur noch mit maximal 20% bzw. 10% aller möglichen Werte gearbeitet wurde. In absolu-

ten Werten bedeutet das für die berechnete Probleminstanz, dass bei jedem Gen bei 20 mögli-

chen Werten (Tabelle 9 Zeile 1) mit 4 unterschiedlichen Werten gearbeitet wurde, bei 40 

Werten (Zeile 2) mit 4 Werten und bei 80 Möglichkeiten mit ca. 8 Werten. Da es insgesamt 

maximal 100 mögliche Werte ( ) für jedes Gen geben kann, bedeutet dies, dass 

4% – 8% davon „interessant“ waren und Bestandteile aussichtsreicher Kombinationen wur-

den. 

4.3.5. Topologie des Lösungsraums 

Neben dem Designproblem zur optimalen Lösung einer gegebenen Probleminstanz des k-

SHP konnten aus den Simulationen auch bedingte Aussagen zur Topologie des Lösungsraums 

gewonnen werden. Die Mächtigkeit des Lösungsraums schränkt die Verallgemeinerung dieser 

Aussagen aber ein. Auch große Populationen und deren zeitliche Entwicklung stellen allge-

mein nur eine minimale Stichprobe aus allen möglichen Lösungen dar. 

Die Ausgangslösungen wurden zufällig erzeugt und lagen damit stochastisch verteilt im ge-

samten Lösungsraum. Im Mittel konnten Zufallslösungen so keine guten Lösungen finden, 

verglichen mit den erzielten Ergebnissen des Algorithmus. Dies spricht dafür, dass der Lö-

sungsraum zu großen Teilen durch mittlere und schlechte Lösungen besetzt ist. 

Dass der Algorithmus aus den beliebig gestreuten Anfangslösungen schnell Verbesserungen 

sowohl in Anzahl als auch Stärke finden konnte, spricht für Bereiche mit deutlichen Gradien-

ten der Lösungsfläche, welche die Suchrichtung für Algorithmus bzw. Population eindeutig 

auszeichnen. In der Nähe des Optimums sind Verbesserungen hingegen nicht mehr eindeutig 

und schnell zu erreichen. Die von den Individuen dabei erreichten guten Punkte liegen nahe 

beieinander mit geringen Unterschieden in Genotyp (genetische Diversität) und Phänotyp 

(Kosten). 

Diese geringen aber stetigen Verbesserungen in der Nähe des Optimums eröffnen die Mög-

lichkeit hier eine andere Suchtechnik anzuwenden. Der GA erreicht Verbesserungen auf sto-

chastische Weise. Da aber weitere gute Lösungen in direkter oder naher Nachbarschaft liegen, 

können eine Local-Search-Technik oder ein exaktes, konstruktives Verfahren (bspw. durch 

paarweisen Tausch einzelner Verbindungen) evtl. schneller und direkter Verbesserungen fin-

den. Der GA würde dann seine Stärken ausspielen, indem er den großen Anfangslösungsraum 

durchsucht und schnell einschränkt. Der dann verbliebene Kandidatenbereich für die Feinop-

timierung ist deutlich kleiner und damit potentiell anderen exakten und konstruktiven Techni-

ken zugänglich, die ihre Stärken auf kleineren Räumen ausspielen können. Vor allem wenn 

sich optimale Punkte ausschließlich in einem Bereich konzentrieren und nicht selbst weit ge-

streut verteilt sind, erscheint dieser Ansatz zur Mischung von Lösungstechniken effektiv. 

4.4. Fazit und Ausblick 

Im Rahmen dieser Arbeit wurde untersucht, wie mehrstufige Transportprobleme mittels ge-

netischer Algorithmen gelöst werden können. Aus dem weiten Feld möglicher Formulierun-

gen von Transportproblemen wurde das k-SHP als Spezialfall gewählt, welches seine be-
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triebswirtschaftliche Relevanz in großen Logistiknetzwerken mit (Waren-)Flüssen zwischen 

gemischter zentralisierter und dislozierter Infrastruktur hat. 

Die Grundlagen genetischer Algorithmen wurden nur angerissen. Aus dem weiten Feld von 

Versionen wurde eine Auswahl an Modellen getroffen, welche sich in der Literatur bewährt 

und durchgesetzt haben.  

Hauptteil der Arbeit war die Überführung des k-SHP in eine für genetische Algorithmen 

handhabbare Form, mit besonderem Augenmerk auf einer kompakten aber vollständigen 

Genkodierung. Hierzu wurde die direkte Formulierung als Flussproblem in ein rein kombina-

torisches Problem überführt, welche den Variablensatz der Probleminstanz im Allgemeinen 

zwar größer werden lässt, aber eine einfachere Kodierung erlaubt. Anhand dieses vereinfach-

ten/reduzierten Problems wurden Techniken und Operatoren des Algorithmus entwickelt und 

verifiziert. Dabei wurden bei Mutation und v.a. Rekombination Fälle entdeckt, welche bei 

strikter Anwendung zu nicht vollständigen oder nicht zulässigen Lösungen führen würden. Da 

dies bei bis zu einem Drittel des Genoms möglich ist, besteht die Gefahr, dass innerhalb we-

niger Generationen keine zulässigen Lösungen mehr in der Population vorhanden wären. An 

Stelle der sonst üblichen (einfachen) Möglichkeit unzulässige Lösungen zu bestrafen aber 

beizubehalten, wurden Korrekturtechniken entwickelt, welche die Anzahl der Konflikte mi-

nimiert und auflöst. Durch diese Korrekturen kommt es aber in Teilen der Lösung zu einem 

einseitigen Bias. Andere Repräsentationsformen oder Operatoren können hier evtl. effektiver 

arbeiten und einseitige Reparaturen vermeiden bzw. weiter minimieren. 

Zur Bewertung des entwickelten Algorithmus wurden Parameterstudien durchgeführt. Dabei 

zeigte der Algorithmus eine hohe Effektivität bzgl. der Lösungsgüte und der Lösungssicher-

heit. Die gefundenen Lösungen wiesen einerseits eine deutliche Verbesserung auf. Ebenso 

wurden gute Lösungen mit hoher Sicherheit und Reproduzierbarkeit erzielt. Durch diese Er-

wartungssicherheit bzgl. der Lösungsgüte zeichnet sich der Algorithmus für häufige oder 

wiederholte Anwendung aus, u.a. mit variierten Parametern. Als bestimmender Operator für 

Effizienz und Effektivität wurde die Rekombination identifiziert. Die untersuchten Modelle 

der Eltern- und Nachkommenwahl zeigten eindeutig die Vorzüge einer deterministischen 

Nachkommenwahl gegenüber den stochastischen Varianten mit exponentiellen oder 

sigmoiden Wahrscheinlichkeitsverteilungen. Bei der Elternwahl hingegen wurde gezeigt, dass 

in Kombination mit der Bedeutung der Rekombinationshäufigkeit Modelle mit gleichberech-

tigter Kreuzung aller vorhandenen Individuen, also ohne Selektionsdruck bei der Elternwahl, 

die besten Ergebnisse erzielt haben. 

Das effiziente Suchverhalten des Algorithmus bietet auch die Möglichkeit neben der direk-

ten Problemlösung per Simulation Eigenschaften von Transportproblemen zu untersuchen, 

u.a. die Topologie des Lösungsraums und die „Größe“ des interessanten Teilbereichs. Dass 

Zufallslösungen keine signifikant guten Ergebnisse finden können, ein bewertender Algo-

rithmus hingegen schnell vielversprechende und sich deutlich abhebende Bereiche des Lö-

sungsraums findet, deutet bspw. darauf hin, dass es vergleichsweise wenige optimale Lösun-

gen gibt, diese sich aber deutlich von den durchschnittlichen Lösungen unterscheiden und der 

Lösungsraum Gradienten aufweist, die die Suche schnell in optimale Bereiche lenken. Durch 

das schnelle Anwachsen der Mächtigkeit des Lösungsraums mit der Problemgröße können 

globale Aussagen im Allgemeinen aber nicht bzw. nur eingeschränkt getroffen werden. 

Für eine Anwendung auf reale Probleminstanzen fehlen in dem Algorithmus noch wichtige 

Aspekte. Problemformulierung, Kodierung und Operatoren müssen noch erweitert werden, 

v.a. um weitere Nebenbedingungen aus der realen Welt mit aufzunehmen, welche im Rahmen 

dieser Arbeit nicht untersucht werden konnten, z.B. Kapazitätsbeschränkungen, Zeitpläne, 
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unterschiedliche Waren, Kombinationszwänge oder –verbote für bestimmte Transpor-

te/Waren, komplexere Kostenstrukturen oder dynamische Veränderung der Problemstruktur. 

Da Genetische Algorithmen auf Grund ihrer stochastischen Natur eine optimale Lösung 

nicht garantieren können, müssen für ihre Anwendung auf reale Entscheidungsprobleme wei-

tere Regeln außerhalb des Algorithmus definiert werden. So kann der entwickelte Algorith-

mus genutzt werden, um einen großen und komplexen Suchraum einzuschränken. Aus der 

Vielzahl möglicher Lösungen des k-SHP sortiert er effektiv die ungeeigneten Kandidaten aus. 

Der Satz an verbliebenen Lösungen kann dann effizient weiter durchsucht werden, entweder 

manuell anhand weiterer Kriterien, oder durch ein weiteres, konstruktives Verfahren. In die-

sen Fällen liefert der Genetische Algorithmus einen Satz von Prototypen zur weiteren Opti-

mierung. Welche Techniken effizient an dieser Stelle integriert werden können und wie der 

Genetische Algorithmus den Lösungsraum weit durchsuchen und einschränken kann, könnten 

Ziele weiterer Untersuchungen sein.  

Der aufgezeigte positive Einfluss von vielen Rekombinationen durch gleichzeitige Erhö-

hung der Populationsgröße und der Elternzahl deutet generell darauf hin, dass konstruktive 

Verfahren durch Suche in der Nachbarschaft bekannter Lösungen ebenfalls zu guten Ergeb-

nissen führen können. Local Search wäre hier eine mögliche Technik für weitere Untersu-

chungen. Generell bietet sich dadurch die Möglichkeit den Algorithmus zu ergänzen, so dass 

jede Technik ihre Stärken in den verschiedenen Suchphasen ausspielen kann. Vor allem die 

geringeren stochastischen Verbesserungen des Genetischen Algorithmus am Ende des Such-

vorgangs bieten die Möglichkeit hier effektivere Verfahren anzuwenden. 
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6. Anhang 

6.1. Anforderungen 

Das Programm wurde auf der Software Matlab 7.1.0.124 (R14) SP3 unter Windows XP 

entwickelt. Abwärtskompatibilität zu älteren Versionen kann nicht garantiert werden. Als 

Zusatz wurde die Hilfsfunktion randswap.m aus dem Onlinedepository von Mathworks zur 

zufälligen Permutation eines Vektors hinzugefügt. 

6.2. Beschreibung des Benutzeroberfläche 

Element Funktion 

Transportmenge Definiert die Anzahl zu erfüllender Transportaufträge (Anzahl der Angebots- und 

Nachfragehubs). 

Hubanzahl Definiert die Anzahl der zu verteilenden Hubs. 

Einzugsgebiet Skalierungsfaktor, um das Einzugsgebiet um jeden Hub zu definieren, in dem zu-
geordnete Knoten verteilt werden. Mit diesem Faktor wird die mittlere Distanz 

zwischen allen Hubs skaliert. 

Population Größe der Population das Genetischen Algorithmus (Anzahl der Individuen) 

Kinder Anzahl der Kinder, die pro Generation erzeugt wird: 

Bemerkung: Muss gerade und kleiner gleich der Populationsgröße sein. 

Generationen (max/leer) Anzahl der maximalen Generationszahl und der maximal erlaubten aufeinander 

folgenden Generationen ohne Verbesserung 

Mutationsrate Definiert die Zufallszahl, um zu mutierende Gene in den Kindern zu bestimmen. Im 

Mittel wird dieser Anteil der Gene pro Kind mutiert. 

Bemerkung: Muss zwischen 0 und 1 liegen. 

Bei statischer Auswahl wird die eingegebene Mutationsrate beibehalten. Bei dyna-

mischer Auswahl wird die Mutationsrate nach der Hälfte der erlaubten Leerlaufge-

nerationen ohne Verbesserung halbiert. 

Elternwahl/Nachkommen-

wahl 

Legt die Modelle fest, nach denen die Eltern und Nachkommen in jeder Generati-

ons gewählt werden: deterministisch, exponentiell, sigmoid. 

Bemerkung: Bei Wahl eines exponentiellen Modells kann ein Skalierungsfaktor ≥ 
0 angegeben werden, um die Wahrscheinlichkeitsverteilung an die Population an-

zupassen. 

Laden / Speichern /  Laden ermöglicht das Laden einer Probleminstanz von der Festplatte. Speichern 



 

B 

WS Dump ermöglicht das Abspeichern aller Daten einer aktuellen Probleminstanz auf der 

Festplatte. WS Dump schreib die aktuelle Probleminstanz in den Workspace unter 

dem darunter angegebenen Variablennamen. 

Initialisierung Initialisiert mit den eingegebenen Daten eine Probleminstanz (Verteilung und Zu-

ordnung von Hubs und Knoten) und ermittelt einen Satz von zulässigen zufälligen 

Ausgangslösungen. 

Bemerkung: Diese Aufruf muss zwingend bei einer neuen Probleminstanz bzw. 

nach dem Laden der Simulation aufgerufen werden. 

Aktualisierung Aktualisiert die Parameterdaten der Simulation ohne Probleminstanz und Anfangs-

lösung zu verändern und setzt bisherige Lösungen des GA auf Nul zurück. 

Bemerkung: Muss vor jedem Lauf aufgerufen werden, wenn mehrere Läufe einer 

Instanz nacheinander durchgeführt werden sollen. 

Eröffnung Ermittelt einen neuen Satz an Ausgangslösungen für eine gegebene Probleminstanz, 
ohne diese zu verändern. 

Start Startet und stoppt den Algorithmus ausgehend von einer Anfangslösung. 

Kartenplot/Lösungsplot Plottet die Karte der aktuellen Probleminstanz und die Verknüpfungskarte der bes-

ten Ausgangs- und Endlösung in einem extra Fenster. 

String A/ String B Indikatoren für Gendiversität innerhalb der aktuellen Population für die beiden 

Stränge A (Knotenverknüpfung) und B (Verknüpfungstyp).Für jedes Gen wird 

angegeben wie viele unterschiedliche Werte noch in der Population vorhanden sind. 

Meldungen Gibt Meldungen zum aktuellen Status der Simulation aus. Während des Laufs eines 

GA werden fortlaufend Daten zu aktueller Generation, Leerlaufgenerationen, Kos-

ten und Konflikten (s. Abschnitte 3.2.1.5 und 3.2.1.6) ausgegeben. Fenster leeren 

löscht alle Meldungen. 

Kosten Gibt die niedrigsten, höchsten und mittleren Kosten der ersten Generation und der 

aktuellen Generation aus. Im Plot wird die fortlaufende Entwicklung der 3 Größen 

ausgegeben. Über Farbe und Markergröße kann der Plot angepasst werden, um 

mehrere Läufe nebeneinander zu plotten. Graph leeren entfernt alle Daten aus dem 

Plot. 

Karte Zeigt in einer Karte Knoten- und Hubverteilung und –zuordnung der aktuellen 
Probleminstanz. 

p-Verteilung Eltern-

wahl/Nachkommen-wahl 

Zeigt die über die relevanten Individuen (Elternwahl: aktuelle Population, 

Nachkommenwahl: aktuelle Population + Kinder) gelegten Wahrscheinlichkeitsver-

teilungen je nach ausgewähltem Wahlmodell. 

 

6.3. Bedienungshinweise 

Um das Programm aus der Matlabkommandozeile zu starten, muss der aktuelle Pfad von 

Matlab auf das Verzeichnis geändert werden, in dem die Simulation abgelegt wurde. Zum 

Aufrufen der Oberfläche muss GA in die Kommandozeile eingegeben werden. 

Zum Starten des Algorithmus durch den Button „Start“ muss eine Ausgangspopulation voll-

ständig initialisiert sein, d.h. sowohl eine Probleminstanz muss erzeugt oder geladen worden 

sein (Button „Initialisierung“ oder „Laden“) und es muss ein Ausgangspopulation mit den 

aktuellen Populationsparametern vorhanden oder neu berechnet worden sein (Button „Eröff-

nung“).  

Nach jeder Änderung der Parameter muss die Simulation aktualisiert werden (Button „Ak-

tualisierung“), um einen zulässigen Ausganszustand herzustellen. Um mit den selben Parame-

ter und der selben Ausgangslösung mehrere Läufe durchzuführen, muss ebenfalls nach Been-

digung eines Laufs aktualisiert werden, um alle Werte wieder auf den Anfangszustand zu-

rückzusetzen. 

Sollen zwischen wiederholten Läufen Daten gespeichert werden, müssen diese mit „WS 

Dump“ in den Workspace geschrieben werden, da durch die Aktualisierung vor dem nächsten 

Lauf die Daten in der Simulation verloren gehen. 
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6.4. Dateien/Module 

Die Software besteht aus folgenden Dateien: 

Datei/Modul Funktion 

bewertung.m Fitnessbewertung der Individuen in jeder Generation. 

elternwahl .m Auswahl der Eltern zur Kreuzung in jeder Generation. 

eroeffnung.m Erzeugt zufällige zulässige Ausgangslösungen für eine Probleminstanz. 

GA.fig  Bedienoberfläche für Eingabe und Ausgabe aller Daten und zur Bedienung des 

Programms. 

GA.m Beinhaltet die Funktionen für alle Elemente der Oberfläche GA.fig  und die Haupt-

schleife des Algorithmus. Alle anderen Module werden aus diesem Modul heraus 

aufgerufen.  

Bemerkung: Zum Starten der Simulation muss GA in der Kommandozeile von 

Matlab eingegeben werden. 

genomtest.m Berechnet die Unterschiedlichkeit im aktuellen Genpool. Für jedes Gen wird die 
Anzahl noch vorhandener unterschiedlicher Werte berechnet. 

initialisierung.m  Erzeugt aus den Eingangsdaten zur Probleminstanz eine zufällige Verteilung und 

Zuordnung von Knoten und Hubs auf einer 1x1-Einheitskarte. Gleichzeitig wird 

eroeffnung.m  ausgeführt. 

map.m Plottet die Karte der aktuellen Probleminstanz in einem separaten Fenster. 

map2.m Plottet Karten der besten Ausgangslösung und der besten gefundenen Lösung in 
einem separaten Fenster. 

mutation.m Führt den Mutationsoperator auf den Kindern in jeder Generation aus. 

nachkommenwahl.m Wählt die Überlebenden/Nachkommen für die nächste Generation. 

randswap.m Permutiert zufällig die Anordnung der Elemente in einem Array/Vektor. Aus dem 

Online-Repository von Mathworks entnommen. 

rekombination.m Führt den Rekombinationsoperator zwischen den Eltern in jeder Generation aus. 

sound.wav,  

sound1.wav, 

sound2.wav 

Benachrichtigungstöne 
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